A TANTARGY ADATLAPJA

1. A képzési program adatai

1.1 Felsdoktatasi intézmény

Babes—Bolyai Tudomanyegyetem

1.2 Kar

Matematika és Informatika Kar

1.3 Intézet

Magyar Matematika és Informatika Intézet

1.4 Szaktertilet

Informatika

1.5 Képzési szint

Mesteri

1.6 Szak / Képesités

Adatelemzés és modellezés /
Analiza datelor si modelare /
Data analysis and modelling

2. A tantargy adatai

2.1 A tantargy neve

Bevezetés a gépi tanulasba /
Introducere in invitarea automata a masinilor /
Introduction to machine learning

2.2 Az elGadasért felelds tanar neve Prof. dr. CSATO Lehel

tanar neve | Prof. dr. CSATO Lehel

2.3 A szeminariumért felelds
2.4 Tanul- 2 2.5
manyi év Félév

3 |2.6. Ertékelés vizsga 2.7 Tantargy| Kkotelezo — alap
moédja tipusa

3. Teljes becsiilt id6 (az oktatasi tevékenység féléves oraszama)

3.1 Heti 6raszam 5 melybdl: 3.2 eldadas| 2 3.3 szeminari- 3
um/labor/praktika

3.4 Tantervben szerepld 0ssz-6raszam| 70 | melybodl: 3.5 eléadas| 28 | 3.6 szeminarium/labor 42

A tanulmanyi id6 elosztésa: Ora

A tankdnyv, a jegyzet, a szakirodalom vagy sajat jegyzetek tanulmanyozasa 50

Konyvtarban, elektronikus adatbazisokban vagy terepen vald tovabbi tajékozodas 24

Szeminariumok / laborok, hazi feladatok, portfoliok, referatumok, esszék kidolgozasa 36

Egyéni készségfejlesztés (tutoralas) 14

Vizsgak 6

Mas tevékenységek:

3.7 Egyéni munka 6ssz-6raszama 130

3.8 A félév Ossz-6raszama 200

3.9 Kreditszam 8

4. Eléfeltételek (ha vannak)

4.1 Tantervi

Nincs

4.2 Kompetenciabeli

Programozasi készségek, matematikai alapismeretek (valoszinliségszamitas).

5. Feltételek (ha vannak)

5.1 Az eldadas
lebonyolitasanak feltételei

e Az eldadasokhoz video-projektor sziikséges.
o A példak kifejtéséhez és az abrak szamara tabla sziikséges.

5.2 A szeminarium / labor

o A laboratoriumi orak alatt a diakok a szamitogépet, az oktato a tablat




lebonyolitasanak feltételei

hasznalja.

6. Elsajatitando jellemz6 kompetenciak

Szakmai
tenciak
[ ]

ko

e Adatok elemzésének modszertana, a gépi tanulés alapjai

Megismerkedés a gépi tanulasi modellek fogalmaval, a modellek adatokhoz torténd
illesztésével, illetve az adatokbdl kinyert informaci6 értelmezéséhez.

o Algoritmusok elemzése és fejlesztése, a valoszinliségi modellek alkalmazasa valos
adatokon, a gépi tanulas modszertananak ismerete és alkalmazasa.

Transzverzalis
nciak
[ ] [ ]

ko

Feladatmegoldo készségek fejlesztése.

A kritikus gondolkodas elsajatitasa, elemzési kérdések megfogalmazasa és a kérdésekre
torténd argumentalt valasz megadasa.

7. A tantargy célkitiizései (az elsajatitando jellemz6 kompetenciak alapjan)

7.1 A tantargy altalanos
célkitlizése

A cél, hogy napjaink eseményeit rogzitd, cselekvéseinket jellemzo
adatok feldolgozasanak mddszertanaval megismerkedni.

7.2 A tantargy sajatos
célkitlizései

Az adatok tipusai és a hozzajuk illeszkedd algoritmusok megismerése;
A tobbdimenzios normalis eloszlas hasznalata adatok jellemzésénél,
A logisztikus regresszi6 és a GLM modell hasznalata,

A valoszintiség-alapu modellek esetén a Bayes-képlet alkalmazasa.

A gépi tanulas fogalmanak a megértése, a feliigyelt tanulas
alkalmazasa valds feladatoknal.

8. A tantargy tartalma

8.1 El6adas

Didaktikai modszerek | Megjegyzések

1.

Bevezet6 fogalmak, definiciok, gépi tanulasos
modellek és sikeres alkalmazasok, paraméterek,

paraméterterek.

€Se

J4

2.

Valoszinliség-szamitasi alapfogalmak, alkalmazasok a
gépi tanuldsban, a tobbdimenzidés normal-eloszlas,

t,

3-4.

Paraméterek becslése, alkalmazas a linearis modellnél.
A ,likelihood” fogalma, a ,,maximum likelihood”
modszer, annak illusztralasa.

/4

5.

Bayes tétele ¢és a MAP modszer — a ,,maximum a-
posteriori”’ és a Bayes becslés kapcsolata.

y .

tan

ari magyaraza
tés, programkodok tesztel

6.

Bayes-becslések és a valoszinliségi becslések

I4

alkalmazasai. Alkalmazas az MLII-ben: egy modell
hiper-paramétereinek a becslése.

7.
Informacio-kinyerés Bayes-becslésekbol. Egzakt, és

raveze




mintavételezési modellek. A-poszteriori eloszlasok
kirajzolasa.

8.

Kozelité Bayes-becslési modszerek: kvadratara és
variacios egyenldtlenségek, a Kullback-Leibler
divergencia és alkalmazasai. Alkalmazasok kiilonb6z6
regresszios modelleknél és osztalyozasi feladatoknal.

9.
A PCA adatmodell: felépités a tobbdimenzids normal
eloszlas alapjan; a sajat-vektorok és sajat-értékek
szerepe az adatoknal és a rekonstrukcios hiba
szamitasdnal. Optimalis linedris vetitési modell.

10.

Az ICA algoritmus: a fiiggetlenség fogalma, a
fliggetlen komponensek és a koktél-parti feladat.
Fliggetlenit6 algoritmusok. Alkalmazasok EEG, MEG,
gazdasagi idésoroknal.

11.
Komponens-detektalo algoritmusok alkalmazasa valos
feladatokhoz.

12.

A ,,committee”’-modellek: gyenge alap-osztalyozokbol
generalt ,,er6s” egyiittesek. Elméleti alapok €s
alkalmazasok.

13.

Keverék-modellek és az EM algoritmus: als6 korlat az
adatok illeszkedésére, az also korlat maximalasa.
Alkalmazasok.

14. Kérdezés, nyitott vita.
Ismétlések. Feladatok oldasa. Kitekintések.

Konyvészet

[1]. Bishop C.M (2006) Pattern Recognition and Machine Learning, Springer Verlag.

[2]. Mitchell T (1997) Machine Learning, McGraw Hill.

[3]. Murphy K (2012) Machine Learning, a probabilistic perspective, The MIT Press.

[4]. Bernardo J.M, Smith A.F.M (2000) Bayesian Theory, John Wiley & Sons.

[5]. T. Hastie, J. Friedman, R. Tibshirani: The Elements of Statistical Learning: Data mining, Inference, and
Prediction, Springer 2003.

8.2 Szeminarium / Labor Didaktikai Megjegyzések
modszerek

1. munkaltatas,
A Python és Matlab programozasi nyelvek hasznalata, | demonstracio,
csomagok bemutatasa, adatok beolvaséasa és elemzése. | példak

2. munkaltatas,
Adatok elofeldolgozasa. A pre-processzalas demonstracio,
fontossaga ¢€s tipikus formai. példak

3. munkaltatas,
Osztalyozasi és regresszios modellek tanulmanyozasa, | demonstracio,
regresszios modell kivalasztasa késébbi bemutatas példak
céljabol.

4-5. munkaltatas,
A Bayes-modszer alkalmazasai gépi tanulasnal, demonstracio,

alkalmazasa feladatoknal (KAGGLE.COM vagy mas | példak
versenyfeladat tanulményozasa).




6. munkaltatas,

A PCA és ICA modellek: implementacio és demonstracio,

alkalmazas. példak

7. Szeminariumi bemutatok,

Szeminariumi feladatok bemutatasa.

melyeket a didkok tartanak
a témarol és a tartalomrol
tortént egyeztetés utan.

Konyvészet

[1]-[5]. +

[6]. MacKay D.J.C (2003) Information Theory, Inference and Learning Algorithms, Cambridge University
Press, HTTP: http://wol.ra.phy.cam.ac.uk/mackay/itila/book.html.

[7]. A. Webb: Statistical Pattern Recognition, Wiley, 2002

[8].E. Alpaydin: Introduction to Machine Learning, The MIT Press, 2004

9. Az episztemikus kozosségek képviseldi, a szakmai egyesiiletek és a szakteriilet reprezentativ
munkaltatéi elvarasainak osszhangba hozasa a tantargy tartalmaval.

o Az elbadas vaza a Stanfordi egyetem, az UCL egyetem holnapjain talalhat6 ,,Machine learning”

el6adassal megegyezik.

10. Ertékelés

Tevékenység tipusa 10.1 Ertékelési kritériumok 10.2 Ertékelési 10.3 Aranya a
modszerek végso jegyben

10.4 Eldadas Irdsbeli vizsga a félév végén | irasbeli vizsga 60%

10.5 Labor Programozasi feladatok A megoldasok pontozasa | 40%

bemutatasa és bemutatok

10.6 A teljesitmény minimumkovetelményei

Kotelezo a pontok felének 0sszeszedése minden kiértékeléskor (évkozi kiértékelés (laborgyakorlatok,
szeminariumi bemutatok), végsé vizsga).
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