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Calcul atecttv (Affective Computing)

= Scop
Detectarea si recunoasterea emotiilor
Construirea masinilor emotionale

= Problematica stiintifica
Vorbire emotiva = analiza si recunoastere de semnal

vocal

Texte emotive = analiza si recunoastere de informatii
textuale

Mimica emotiva = analiza si recunoastere de informatii
vizuale

Gesturi emotive - analiza si recunoasterea gesturilor
Monitorizare psihologica

= Domenii de aplicare
E-learning
Robotica

Dispozitive personalizate (Siri, Kinect, Jocuri,
SmartWatch-uri, SmartBand-uri, ...)



Calcul atecttv (Affective Computing)

o Termenul Affective computing

m Introdus de Roz Picard in 1995 (a se vedea “Affective
Computing”, 1997)

m Definitie: “computing that relates to, arises from,
and deliberately influences emotion”

O Azi — 0 comunitate

m Societate profesionala (Association for the
Advancement of Affective Computing)

s Conferinta internationala (ACII)
m Revista (IEEE Transactions on Affective Computing)

o Mai multe povesti:



https://cs.uwaterloo.ca/~jhoey/teaching/cs886-affect/schedule.html
https://cs.uwaterloo.ca/~jhoey/teaching/cs886-affect/schedule.html
https://cs.uwaterloo.ca/~jhoey/teaching/cs886-affect/schedule.html
https://cs.uwaterloo.ca/~jhoey/teaching/cs886-affect/schedule.html
https://cs.uwaterloo.ca/~jhoey/teaching/cs886-affect/schedule.html

Calcul atecttv (Affective Computing)

O Recunoasterea emotiilor in

= Vorbire
Emotii ale vorbirii naturale
Detectarea depresiei
m Texte
Opinii enuntate pe bloguri (Twitter)
Emoticoane
= Mimica faciala
Intelegerea impactului imbatranirii
m Psihologie
Interferarea muzica — activitate cerebrala (electro-encefalograma)

Detectarea stresului pe baza conductantei dermale

Activitate electordermala (EDA) - proprietate a corpului uman de a cauza
variatii continue in caracterizarea electrica a pielii ggalvanic skin
response (GSR), electrodermal response(EDR

m Jocuri sau amuzamente computationale
Raspunsuri la castiguri sau invingeri
Affective music player
Detectarea starilor de plicitiseala

= Modelare
Modelarea influentei emotiilor asupra luarii decizilor
Modelarea factorilor care determina aparitia emotiilor
Modelarea comportamentelor




Detectarea emotiilor in vorbire

0 Ideea de baza

= Vorbirea este afectata de emotii

Teama sau furia — vorbire rapida si puternic articulata, cu
tonalitate ridicata

Oboseala, plictiseala sau supararea - vorbire lenta si slab
articulata, cu tonalitate redusa

m Procesarea emotiilor din vorbire presupune

recunoasterea emotiilor vorbitorului prin analiza unor
sabloane ale vorbirii

analiza unor parametri vocali si caracteristici prozodice

O Sistem de recunoastere a emotiilor in vorbire -
etape
m Extragerea atributelor din datele (audio)
m Clasificarea emotiilor emise in timpul vorbirii




Detectarea emotiilor in vorbire

0 Ideea de baza

= Vorbirea este afectata de emotii

Teama sau furia — vorbire rapida si puternic articulata, cu
tonalitate ridicata

Oboseala, plictiseala sau supararea - vorbire lenta si slab
articulata, cu tonalitate redusa

m Procesarea emotiilor din vorbire presupune

recunoasterea emotiilor vorbitorului prin analiza unor
sabloane ale vorbirii

analiza unor parametri vocali si caracteristici prozodice

O Sistem de recunoastere a emotiilor in vorbire -
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= Extragerea atributelor din datele (audio)
m Clasificarea emotiilor emise in timpul vorbirii




Detectarea emotiilor in vorbire

0 Baze de date

= Evaluare - cat de bine se simuleaza situatiile
reale
Emotii reale sau regizate?
Cine (actori profesionisti sau semi-profesionisti) emite
emotiile?
Cum se simuleaza emotiile?

Vorbitori experimentati (actori)
Wizard-of-Oz - interactiune cu un computer (jocuri)

Emiterea emotiilor este echilibrata sau nu?
Emiterea este uniform distribuita peste toate emotiile?
Se rostesc aceleasi lucruri, dar cu emotii diferite?




Detectarea emotiilor in vorbire

D Ba Ze C e C a te — M. Ayadi, M. S. Kamel, F. Karray, Survey on speech emotion
recognition: Features, classification schemes, and databases, Pattern Recognition 44 (2011) 572-587
Corpus IAccess Language [Size Source Emotions
LDC Emotional
Prosody Speech and [Commerciall Neutral, panic, anxiety, hot anger, cold anger, despair, sadness,
[Transcripts [78] ly availablea |[English 7 actors x15 emotions x10 utterances|Professional actors elation, joy, interest, boredom, shame, pride, contempt
800 utterances (10 actors x7
Berlin emotional Public and emotions x10 utterances + some
database [18] freeb German second version) = 800 utterances Professional actors )Anger, joy, sadness, fear, disgust, boredom, neutral
Danish emotional  [Public with 4 actors x5 emotions (2 words + 9
database [38] license feec |Danish sentences + 2 passages) Nonprofessional actors lAnger, joy, sadness, surprise, neutral
388 utterances, 11 speakers, 2
Natural [91] Private Mandarin |emotions Call centers IAnger, neutral
720 utterances, 12 speakers, 6
ESMBS [94] Private Mandarin |emotions Nonprofessional actors )Anger, joy, sadness, disgust, fear, surprise
English,
Slovenian, [English (186 utterances), Slovenian
Commerciall [Spanish,  |(190 utterances), Spanish (184 IAnger, disgust, fear, joy, surprise, sadness, slow neutral, fast
INTERFACE [54] v availabled |French utterances), French (175 utterances) |Actors neutral
IAmerican [1002 utterances, 3 female speakers, 5
KISMET [15] Private English emotions Nonprofessional actors IApproval, attention, prohibition, soothing, neutral
509 utterances, 12 actors (6 males + 6
BabyEars [120] Private English females), 3 emotions Mothers and fathers lApproval, attention, prohibition
Four stress styles: Simulated Stress, Calibrated Workload Tracking
Public with 16,000 utterances, 32 actors (13 Speech under simulated and  [Task, Acquisition and Compensatory Tracking Task, Amusement
SUSAS [140] license feee [English females + 19 males) actual stress Park Roller-Coaster, Helicopter Cockpit Recordings
MPEG-4 [114] Private English 2440 utterances, 35 speakers U.S. American movies oy, anger, disgust, fear, sadness, surprise, neutral
Beihang University
[43] Private Mandarin |7 actors x5 emotions x20 utterances [Nonprofessional actors IAnger, joy, sadness, disgust, surprise
Public with |German, [2829 utterances, 7 emotions, 13
FERMUS 111 [112] license feef [English actors IAutomotive environment IAnger, disgust, joy, neutral, sadness, surprise
KES [65] Private Korean 5400 utterances, 10 actors Nonprofessional actors Neutral, joy, sadness, anger
CLDC [146] Private Chinese 1200 utterances, 4 actors Nonprofessional actors oy, anger, surprise, fear, neutral, sadness
Hao Hu et al. [56] Private Chinese 8 actors x5 emotions x40 utterances |[Nonprofessional actors lAnger, fear, joy, sadness, neutral
Amir et al. [2] Private Hebrew 60 Hebrew and 1 Russian actors Nonprofessional actors lAnger, disgust, fear, joy, neutral, sadness
Pereira [55] Private English 2 actors x5 emotions x8 utterances |Nonprofessional actors Hot anger, cold anger, joy, neutral, sadness




Detectarea emotiilor in vorbire

o Extragerea atributelor din date (audio)

m Atribute locale
semnalul audio este impartit in mai multe segmente mici (frames)
in cadrul unui segment, semnalul este considerat stationar
Se calculeaza atribute locale pt fiecare segment
atributele prozodice (ritm, anergie)

m Atribute globale
Statistici calculate pentru o intreaga rostire

= Abordare mixta - un sunet (ex. o vocala) poate fi pronuntat diferit,
in functie de emotiile traite
semnalul audio se imparte in mai multe segmente bazate pe foneme
se calculeaza un singur vetor de atribute pentru ficare fenom segmentat

m Atribute locale vs. atribute globale

Avantaje pt atributele globale
Acuratetea clasificarii

mai ales pentru emotiile puternice-excitatoare (furie, teama, bucurie)
versus emotiile slab-excitatoare (supdarare)

Timpul necesar clasificarii
Numar redus
Avantaje pt atributele locale

Eu Iuc_:rﬁazé bine pentru emotiile cu acelasi grad de excitare (furie versus
ucurie

Nu se pierde informatia temporala (ca la atributele globale)



Detectarea emotiilor in vorbire

o Extragerea atributelor din datele (audio)

m Atribute de frecventa
Forma accentului - afectata de ritmul schimbarii frecventei
Tonul mediu - cat de tare se vorbeste (relativ la vorbirea normala)

Pana conturului - tendinta frecventei de a se schimba de-a lungul timpului
(crescatoare, descrescatoare, constanta)

Coborarea finala — descresterea finala a frecventei la finalul unei rostiri

Domeniul tonului - distanta intre frecventa minima si frecventa maxima a unei
rostiri (a unui semnal)

m Atribute temporale

Rata vorbirii — numarul de cuvinte/silabe rostite intr-un interval de timp
Frecventa stresului — rata de aparitie a tonurilor accentuate

m Atribute calitative (parametrii pentru calitatea vocii si descrierea
energiei)
Murmurul vocii (Breathiness) — masoara zgomotul de aspiratie in vorbire
Stralucirea (brilliance) - masoara dominanta frecventelor joase sau inalte

Intensitatea (loudness) — masoara amplitudinea semnalului audio (energia
emisiei vocale)

IDiscontinuitatea pauzei (pause discontinuity) — descrie tranzitia intre sunete si
iniste

Discontinuitatea tonului (pitch discontinuity) — descrie tranzitia intre frecvente




Detectarea emotiilor in vorbire

o Extragerea atributelor din datele (audio)

m Atribute continue (dependente de timp)

Frecvente fundamentale
Media
Mediana
Deviatia standard
Frecventa maxima/minima
Intinderea (min-max)
Coeficientti de regresie liniara
Parametri Legendre de ordin 4
Vibratiile
Media diferentelor de ordin 1
Media modulelor diferentelor de ordin 1
Bruiajul
Raportul dintre numarul de tonuri crescatoare si numarul de tonuri descrescatoare
Energia
Media
Mediana
Deviatia standard
Energia minima/maxima
Intinderea (min-max)
Coeficientti de regresie liniara
Sclipirea (shimmer)
Parametri Legendre de ordin 4
Durata
Rata vorbirii
Raportul dintre durata vorbirii si durata pauzelor
Cea mai lunga durata a vorbirii
Formanti (concentrare a energiei acustice in jurul anumitor frecvente)
Primul si al doilea formant si latimea lor de banda




Detectarea emotiilor in vorbire

o Extragerea atributelor din datele (audio)

= Calitative (ex. Aspra (Harsh), Tensionata (Tense), Breathy)
Nivelul vocii

Amplitudinea semnalului
Energia
Durata

Tonul vocii

Fraza, fenomul, cuvintele si modalitatile de delimitare a
cuvintelor/frazelor

Structurile temporale

m Spectrale (reprezentare temporala a semnalului audio, dar pe
termen-scurt

ordinary linear predictor coefficients (LPC)
Mel-frequency cepstrum coefficients (MFCC)
Log-frequency power coefficients (LFPC)

m TEO-based

TEO-decomposed FM variation (TEO-FM-Var)
normalized TEO autocorrelation envelope area (TEO-Auto-Env)

critical band-based TEO autocorrelation envelope area (TEO-CB-
Auto-Env)



Detectarea emotiilor in vorbire

0 Ideea de baza

= Vorbirea este afectata de emotii

Teama sau furia — vorbire rapida si puternic articulata, cu
tonalitate ridicata

Oboseala, plictiseala sau supararea - vorbire lenta si slab
articulata, cu tonalitate redusa

m Procesarea emotiilor din vorbire presupune

recunoasterea emotiilor vorbitorului prin analiza unor
sabloane ale vorbirii

analiza unor parametri vocali si caracteristici prozodice

O Sistem de recunoastere a emotiilor in vorbire -
etape
m Extragerea atributelor din datele (audio)
= Clasificarea emotiilor emise in timpul vorbirii




Detectarea emotiilor in vorbire

o Clasificarea emotiilor emise in timpul vorbirii — Algoritmi

m linear discriminant classifiers

Classification happens based on the value obtained from the linear combination of the feature values,
which are usually provided in the form of vector features.

[ |
Classification happens by locating the object in the feature space, and comparinig it with the k
nearest neighbours (training examples). The majority vote decides on the classification.

m  Gaussian mixture model
is a probabilistic model used for representing the existence of sub-populations within the overall
population. Each sub-population is described using the mixture distribution, which allows for
classification of observations into the sub-populations.

[ |
is a type of (usually binary? linear classifier which decides in which of the two (or more) possible
classes, each input may fall into.

[ |
is @ mathematical model, inspired by biological neural networks, that can better grasp possible non-
linearities of the feature space.

[ |
work based on following a decision tree in which leaves represent the classification outcome, and
branches represent the conjunction of subsequent features that lead to the classification.

[ |

a statistical Markov model in which the states and state transitions are not directly available to
observation. Instead, the series of outputs dependent on the states are visible. In the case of affect
recognition, the outputs represent the sequence of speech feature vectors, which allow the deduction
of states' sequences through which the model progressed. The states can consist of various
intermediate steps in the expression of an emotion, and each of them has a probability distribution
over the possible output vectors. The states' sequences allow us to predict the affective state which
we are trying to classify, and this is one of the most commonly used techniques within the area of
speech affect detection.



https://en.wikipedia.org/wiki/Linear_classifier
https://en.wikipedia.org/wiki/Linear_classifier
https://en.wikipedia.org/wiki/K-nearest_neighbor_algorithm
https://en.wikipedia.org/wiki/K-nearest_neighbor_algorithm
https://en.wikipedia.org/wiki/K-nearest_neighbor_algorithm
https://en.wikipedia.org/wiki/Gaussian_mixture_model
https://en.wikipedia.org/wiki/Affective_computing
https://en.wikipedia.org/wiki/Support_vector_machine
https://en.wikipedia.org/wiki/Artificial_neural_network
https://en.wikipedia.org/wiki/Decision_tree_learning
https://en.wikipedia.org/wiki/Hidden_Markov_model

De ce modele Markov?

= Modele de predictie pe baza unor observatii
(trecute)
Observatii independente/corelate
Observatii identic distribuite / cu distributii diferite

EX.
Predictia vremii
Predictia cursurilor valutare
Recunoasterea de semnal vocal
Compozitia structurilor ADN




De ce modele Markov?

0 Modele Markov
m Intrari

e,

\ :
\ -
A i/ — //

Model: CRT LD
Observatii:
m legiri

0 Modele Markov ascunse

m Intrari
Model:

Observatii:
m Jesiri
P( ¢ ¢ OO ¢ ¢ ) =7
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Model Markov

o Ideea de baza

m ISimlilar unui automat finit, dar cu tranzitie probabilistica de la o stare
a alta

= L? fiecare moment de timp se realizeaza o tranzitie dintr-o stare in
alta stare

La orice moment de timp, un eveniment se poate afla intr-o singura stare
Fiecare eveniment are o singura iesire (un singur rezultat)

o Elemente

m Ceas = cuantifica momentele de timp (discret)
t=41,2,3,..T}
m N stari
Q={S1, 52, ..., SN}
= N evenimente
E ={el, e2, ..., eN}
m Probabilitati initiale N
Mi=P(S1=Sj), 1<j<N D7 =1
j=1

m Probabilitati de tranzitie dintr-o stare Si (de la momentul t-1) intr-o
stare Sj (de la momentul t)

a; = Plq; = Sj | Gr.. = Si] 1<i,j <N
Obs.: suma probabilitatilor care ies dintr-o stare = 1




Model Markov

o Cazuri particulare

m MM de ordin 1

A n-a observatie este influentata doar de a n-1-a
observatie

p(xn|x1,x2,...,xn-1)=p(xn|xn-1)

r=t7s

M—2 . nP(XN[xNn-1) . .. . .

= MM de ordin 2

A n-a observatie este influentata de a n-1-a observatie
si de a n-2-a observatie

p(xn|x1,x2,...,xn-1)=p(xn|xn-1,xn-2)
p(x1,x2,...,.xN)=p(x1)p(x2[x1) M _3 ypP(XN|[Xn-1,Xxn+2)

X1 . X2 ; X3 i X4 i




Model Markowv 5 0.5
}\ 0.5 (Y
O Exemple @ @
m Aruncarea unei monezi perfecte
Intrari: 0.5
Starea S1 - evenimentul “moneda cade si se vede capul
(C)II
Starea S2 - evenimentul "moneda cade si se vede pajura
(P)II

Probabilitatea aparitiei:
- St3rii S1: P(C) = %2 = 0.5
- St&rii S2: P(P) = % = 0.5
= Starii S1 dupa starea S1: P(C|C) = %2 = 0.5
« Starii S1 dupa starea S2: P(C|P) = 2 = 0.5
= Starii S2 dupa starea S2: P(P|P) = 72 = 0.5
= Starii S2 dupa starea S1: P(P|C) = %2 = 0.5

Iesiri:
Care este probabilitatea generarii unei secvente de
evenimente CPCCPCPPPCC?

= A Unel Secvente de Sél’l Sl SZ Sl Sl Sz Sl Sz SZ Sz Sl Sl




Model Markov 907 26

0.3
O Exemple @ e
m Aruncarea unei monezi imperfecte
Intrari: 0.4
Starea S1 - evenimentul “moneda cade si se vede capul
(C)II
Starea S2 - evenimentul "moneda cade si se vede pajura
(P)II

Probabilitatea aparitiei:
= Starii S1: P(C) = 2 = 0.5
= Starii S2: P(P) = 2 = 0.5
= Starii S1 dupa starea S1: P(C|C) = 0.7
= Starii S1 dupa starea S2: P(C|P) = 0.4
= Starii S2 dupa starea S2: P(P|P) = 0.6
= Starii S2 dupa starea S1: P(P|C) = 0.3
Iesiri:
Care este probabilitatea generarii unei secvente de
evenimente CPCCPCPPPCC?
- A unei secventedesariS; S,5,5,5,5:5,S5,S5,5; 54




0.25

Model Markov O

o Exemple S
m Previziunea vremii 1
Intrari:

Starea S1 > evenimentul “afara ploua (P)”
Starea S2 > evenimentul “afara sunt nori (N)”
Starea S3 > evenimnetul “afara este soare (S)”
Probabilitatea aparitiei:
« Starii S1: P(S1) = 1/3
Starii S2: P(S2) = 1/3
Starii S3: P(S3) = 1/3 .
Starii S1 dupa starea S1: P(S1|S1)
« Starii S2 dupa starea S2: P(S2|S2)
S 70 25 .05 . Stirii 53 dups starea S3: P(S3|S3)
« Starii S1 dupa starea S2: P(S51|S2)
N 40 50 .10 . Starii S2 dup starea S3: P(S2|S3)
)
)
)
)

0.5
0.4
0.1

» Starii S3 dupa starea S1: P(S3|S1 5
P20 .70 .10 . stsrii S1 dup3 starea S3: P(S1|S3
» Starii S3 dupa starea S2: P(S3|S2
» Starii S2 dupa starea S1: P(S2|S1 5
Iesiri: 0.1
Care este probabilitatea generarii unei secvente de evenimente PPP NS N P?
A unei secvente de sari S3 S3 S3 S2 S1 S2 S3?
g S[S 1] P[51IS ] P[51IS ] P[Silsl] P[S3|Sz] P[52|S3] P[S 1S:]
P = 0. 001715
Care este probabilitatea generérii unei secvente de evenimente SSSPN S S?
= A unei secvente de sari S5, S5, S5, S, S5, S5, S5?
. E = P[53] P[53I53] P[53I53] P[51|53] P[52|S1] P[53I521 P[53I53]
e P= 5 Ox10 7

OOOOOOOOO
Nl—*NO\l-hl—*U'l\l




Model Markov ascuns

o Ideea de baza
= Similar unui automat finit, dar cu tranzitie probabilistica de la o stare la alta

m La fiecare moment de timp se realizeaza o tranzitie dintr-o stare in alta stare
La orice moment de timp, un eveniment se poate afla in mai multe stari (cu o anumita probabilitate)

o Elemente
m Ceas - cuantificda momentele de timp (discret)
t=4{1,2,3,..T}
N stari
Q = {S1,S2, ..., SN}
m M evenimente
E={el, e2 .., eM}
m Probabilitati initiale N
Mj=P(S1=Sj), 1 <j <N ;ﬁfl

m Probabilitati de tranzitie dintr-o stare Si (de la momentul t-1) intr-o stare Sj (de la
momentul t)
a; =Pl =5Sj | g4 = Si] 1<i,j <N
Obs.: suma probabilitatilor care iasa dintr-o stare = 1
m Probabilitati ale observatiilor
bi(k)=Plo.= e, | g.= S]]

1<k<M
bi(o,)=Plo.= e, | g = J] 1<k<M

ININ
ININ

o Model Markov ascuns = (=&, A, B), unde
m II - probabilitatile starilor initiale
m A - matricea probabilitatilor de tranzitie de la o stare ascunsa la alta (NxN)
m B - matricea probabilitatilor de tranzitie de la o stare ascunsa la o observatie (NxM)




Model Markov ascuns

o Cazuri particulare
m Ergodice (complet conectate)




Model Markov ascuns

o Exemple
m Previziunea vremii
Intrari:
Starea S1 - evenimentul “afara ploua (P)”
Starea S2 - evenimentul “afara sunt nori (N)”
Starea S3 - evenimnetul “afara este soare (S)”
Probabilitatea aparitiei unei
= presiuni atmosferice mare: ny, = 0.4
= presiuni atmosferice medie: n y.= 0.2
Ma 0.4 = presiuni atmosferice mica: = ; = 0.3
— T . presiunioat3mosferice mare dupa presiune atmosferica medie: P(Ma|Me) =
' aMe,Ma =U.
Mi 0.3 . pre5|un|0a1tmosferice mare dupé presiune atmosferica mica: P(Ma|Mi) =
ami,Ma =
- presiury av 3 presiine atmestericd a'5re P(MgIMa)z >
aMa Me =O.3 0.8 9 ’
Ma 06 0.3 0.1 = presiuni & W @ = p(Me V) =
Me 03 0.2 0.5 awi,me =0.6
= presiun “tsfer2ce pa presiune atmosferica pnare: P(NifMa)= \
Mi 0.1 0.6 0.3 aMa Mi =Vu. .I. . ]
. pre5|un|0a§mosferice mica@uRa presiune atmbstesica/medie: P(Mi|Me) =
Ame,mi =Y.
= presiuni atmosferice mare dupa\presiune\afmosferi % mare: P(Ma|Ma) =
aMa,Ma =0.6 .

= presiuni atmosferice medie d'an presiypelftmosferica medie: P(Me|Me) =

aMe,Me 0 2 0.6 o o
= presiuni atmosferice mica dupa presiune&athyssferica mica: P(Mi|Mi) =
ami,mi =0.3 0 .

0.3 0.1




Model Markov ascuns

o Exemple

m Previziunea vremii
Intrari:
Starea S1 - evenimentul “afara ploua (P)”
Starea S2 - evenimentul “afara sunt nori (N)”
Starea S3 = evenimnetul “afara este soare (S)”
Probabilitatea aparitiei:

| A\Y

B = Ploii si a unei presiuni atmosferice mare P(P|Ma)=by, p=0.1
Me 0.2 = Ploii si a unei presiuni atmosferice medie P(P|Me)=by, »=0.3
Mi 03 = Ploii si a unei presiuni atmosferice mica P(P|Mi)=Dby; p=0.6

= Norilot Jba_@dei presi
= Norilor si aa@anéi
= Norilor 9i a unei

i’atmosferice—mare P( 3)=b""61§=0'2x -
(-2 mosfe(?r?’ce medle P ' '

Ma 0.6 03 0.1

Me 0.3 0.2 0.5

»|Ma)=bg4s=Q.8
Mi 01 06 0.3 . Soarelw sl a unei preS|0u |atmo erlce (S|Me) bMe S—O 5

Ma 0.8 0.2 0.1
Me 0.3 0.4 0.3

Mi 0.1 0.3 0.6




Model

Markov ascuns

Ma

Me

Ma

Me

Mi

Ma

Me

Mi

O Exem

m Previziunea vremii
Iesiri:

0.4

0.2

0.3

0.6

0.3

0.1

0.8

0.3

0.1

0.3

0.2

0.6

0.2

0.4

0.3

0.1

0.5

0.3

0.1

0.3

0.6

dle

Care este probabilitatea

enerarii unei secvente de

evenimente PP P N S N P fiind date modelul HMM (=, A, B) Si
0 secventa de stari ascunse (seq=MaMeMeMiMi Ma Ma)?

- P = P[P|Ma] P[P|Me] P[P|Me] P[N|Mi] P[S|Mi] P[N|Ma]

P[P|Ma]

= P = b pbye p Dye pPminOmis Dma v Dya,p
- P = 0.1*0.3*%0.3*%0.3*0.1*0.2*0.1

Care este prob
evenimenc.’

N S i au

(seq=Ma Me Me a) fiird
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Model Markov ascuns

O Dileme

m Care este probabilitatea producerii unei secvente de
observatii O?

Algoritmul foward-backward

Exé?care este probabilitatea ca saptamanasafie SSNP S

m Care este urmatoarea observatie dupa o secventa de
observatii?

Calcul de probabilitati conditionate

Ex. Care este cea mai probabila vreme pentru maine stiind
ca ultima saptamana afost SSNPS S S?

m Care este cea mai probabila explicatie (secventa de

stari ascunse) care a generat un set de observatii?
Algoritmul Viterbi

Ex. Care este cea mai probabila secventa de nivele ale
presiunii (Mica, Medie, Mare) care au generat o
saptamana cu SSNPSSS?



Model Markov ascuns

0 Exemple
= Recunoasterea vocii

Semnalul vocal este separat in fragmente de 10-msec
Cum? > Quantificare vectoriala

generandu-se o multime O de observatii (stari
observabile).

Pe baza HMM-urilor corespunzatoare fiecarui posibil
cuvant wi (fonem fi), se calculeaza probabilitatea Pi ca
observatiile O sa fi fost generate de cuvantul wi

(fonemul fi). T=80
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Cuantificare vectoriala

0 Ideea de baza

m Separarea spatiului de caracteristici in grupe de

date

Fiecare grupa are asociat un centroid
Toti centroizii formeaza un codebook

m cu scopul reducerii dimensiunii datelor
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Cuantificarea vectoriald si generarea observatiilor

0 Generarea observatiilor corespunzatoare
unei stari

O Starea =
= Cuvant

= Mono-fonem (mono-gram)
Fonem independent (b)
Ex. BRYAN > B R AY AX N

= Bi-fonem (bi-gram)
Foneme contextuale (stanga = a-b, dreapta > b+c)
Ex. BRYAN - SIL-B B-R R-AY AY-AX AX-N, BRyAN >
B+R R+AY AY+AX AX+N N+SIL

= Tri-fonem (tri-gram)
Foneme contextuale (stanga si dreapta = a-b+c)

Ex. BRYAN - SIL-B+R B-R+AY R-AY+AX AY-AX+N
AX-N+SIL




Cuantificarea vectoriald si generarea observatiilor

0 Generarea observatiilor corespunzatoare
unei stari




Model Markov ascuns

o Dileme

m Care este probabilitatea producerii unei secvente de
observatii O?

Algoritmul foward-backward
EX.

Care este probabilitatea ca semnalul vocal sa fie

H\ NI
Y "b’ K
7 \4 V U J
= Care este urmatoarea observatie dupa o secventa ae
observatii?
Calcul de probabilitati conditionate
EX.

Care este cel mai probab|I semnal vocal urmator stiind ca semnalul
curent a fost °

s Care este cea mai probablla explicatie (secventa de stari

ascunse) care a generat un set de observat;ii?
Algoritmul Viterbi
EX.

Care este cea mai probablla secventa de foneme care au generat un
semnal audio © :



Detectarea emotiilor in vorbire

o Cateva instrumente

m Praat

m Speech Prosody Analysis Software Tools

m TKK Aparat

m Virtual Human Toolkit

= Litebody



http://www.fon.hum.uva.nl/praat/
http://affect.media.mit.edu/software.php
https://sourceforge.net/projects/aparat/
https://vhtoolkit.ict.usc.edu/
http://relationalagents.com/litebody.html

Detectarea emotiilor in texte

o Ideea de baza
m Scrierea este afectata de emotii

m Procesarea emotiilor din texte presupune

recunoasterea emotiilor exprimate de text prin analiza
unor sabloane

O Sistem de recunoastere a emotiilor in texte
- etape
m Extragerea atributelor din datele (textuale)
m Clasificarea emotiilor emise din texte




Detectarea emotiilor in texte

o Clasificarea automata a textelor

m Definire

m Directii in automatizare
Abordarea bazata pe invatare

Abordarea bazata pe cunostinte




Clasificarea automata a textelor

O Definire

m Categorizarea textelor
Atribuirea unor categorii (predefinite) documentelor
Documentele
rapoarte tehnice, pagini web, mesaje, carti
Categoriile
subiecte (arta, economie),
pertinente (mesaje spam, pagini web pt adulti)

m Exemple de probleme

Cuvinte Documente

Clasificarea textelor,
Invatare supervizats Etichetarea partilor de vorbire Filtrarea,
Detectarea subiectelor

Indexarea semantica, Clusterizarea documentelor,
Invatare nesupervizata constructia automatad a tezaurelor, Detectarea subiectelor
extragerea cuvintelor cheie




Clasificarea automata a textelor

o Directii In automatizare

s Abordarea bazata pe invatare
Expertii eticheteaza o parte din exemple
Algoritmul eticheteaza noi exemple

Invatarea poate fi:
supervizata
nesupervizata

s Abordarea bazata pe cunostinte
Cunostintele despre clasificare sunt
obtinute de la experti
codificate sub forma de reguli




Clasificarea automata a textelor

o Definirea problemei

m Se da un set de documente D, |[D|=N+n si un set de
categorii C, |C|=k, sub forma
date de antrenament - (d,, ¢;), unde
i =1,N (N = nr datelor de antrenament)
d,eD,ceC
date de test
(d;), i =1,n (n = nr datelor de test)

m Se cere sa se aproximeze o functie necunoscuta de
clasificare

®:DxC>{true, false}
definita astfel:
®d(d,c)=true, daca d ec
false, altfel
pentru orice pereche de documente si categorii (d,c).




Clasificarea automata a textelor

O Tipuri de categorii

= In functie de modul de organizare
Categorii ierarhice
Directoarele de e-mail, MESH

Categorii liniare
Sectiunile unui ziar, Reuters

= In functie de apartenenta documentelor la
categorii
Categorii suprapuse
Reuters, MESH

Categorii disjuncte
Directoarele de e-mail, sectiunile unui ziar




Clasificarea automata a textelor

O Process

m Analiza documentelor de antrenament
Indexarea documentelor

Construirea unei reprezentari a documentelor = transformarea
documentelor intr-o forma interpretabila de catre clasificator

= Obtinerea unor concepte/termeni reprezentative(i) = atribute
= Calcularea unor ponderi pt aceste atribute

Reducerea dimensiunii (a numarului de concepte/atribute/termeni
reprezentative(i) pentru document)

= Selectia atributelor
- Extragerea atributelor
Invatarea unui model de clasificare

m Clasificarea noilor documente(de test)
Indexarea documentelor

Utilizarea modelului de clasificare pentru stabilirea categoriilor fiecarui
document de test




Clasificarea automata a textelor

O Process

m Analiza documentelor de antrenament
Indexarea documentelor

Construirea unei reprezentari a documentelor = transformarea
documentelor intr-o forma interpretabila de catre clasificator

= Obtinerea unor concepte/termeni reprezentative(i) = atribute
= Calcularea unor ponderi pt aceste atribute

Reducerea dimensiunii (a numarului de concepte/atribute/termeni
reprezentative(i) pentru document)

= Selectia atributelor
- Extragerea atributelor
Invatarea unui model de clasificare

m Clasificarea noilor documente(de test)
Indexarea documentelor

Utilizarea modelului de clasificare pentru stabilirea categoriilor fiecarui
document de test




Clasificarea automata a textelor

o Indexarea documentelor
m Construirea unei reprezentari a documentelor =
transformarea documentelor intr-o forma
interpretabila de catre clasificator
indexata (organizata, ordonata)

m Obtinerea unor concepte/termeni reprezentative(i) -2
atribute si calcularea unor ponderi pt aceste atribute

= 4 pasi:
Linearizarea documentelor
Filtrarea

Aducerea la forma canonica Reducerea dimensiunii
Ponderarea VocabUIarU|U|




Clasificarea automata a textelor

O Linearizarea documentelor (segmentare)

m Procesul de reducere a documentelor la un vector de termeni
(atribute)
modelul sac de cuvinte (bag of words)
o0 matrice
pe linii documentele

pe coloane termenii
o celula = 1/0 - daca termenul curent apare in documentul curent

s Identificarea termenilor se face in 2 etape:

Inlaturarea formatarii
Ex. eliminarea etichetelor in cazul documentelor HTML
Tokenization
Parsare (segmentare)
Transforamrea tuturor literelor in litere mici
Inl&turarea semnelor de punctuatie

Initial Liniarizat
Interactive query expansion modifies queries using interactive query expansion modifies queries using
terms from a user. Automatic query expansion terms from a user automatic query expansion

expands queries automatically. expands queries automatically




Clasificarea automata a textelor

O Filtrarea

m Alegerea termenilor care sa reprezinte documentul astfel

Incat sa permita

descrierea continutului documentului
diferentierea documentului de alte documente dintr-o colectie

data

m Inlaturarea celor mai frecventi termeni (stopwords) -

adverbe, prepozitii

gasiti intr-o lista predefinita
a caror frecventa in toate documentele este mai mica de un

anumit prag (5%)

Segmentat

Filtrat

interactive query expansion modifies queries using
terms from a user automatic query expansion
expands queries automatically

interactive query expansion modifies queries terms
automatic query expansion expands queries
automatically




Clasificarea automata a textelor

o Aducerea la forma canonica

m Lematizarea

Analiza morfologica a termenilor pentru identificarea tuturor formelor de
baza posibile

Poate actiona asupra mai multor termeni
Actioneaza in functie de context
Ex. “better” - “good”

m Reducerea termenilor la radacina (stemming)
Actioneaza asupra unui singur termen
Ex. "computer"”, "computing"”, "compute" 2> "comput"
Algoritmul de stemming
al lui Martin Porter

din WordNet
Filtrat Redus
interactive query expansion modifies queries terms interact queri expan modifi queri term automat
automatic query expansion expands queries queri expan expand queri automat
automatically




Clasificarea automata a textelor

0 Ponderarea

m Predeterminata (manuala)
Extragerea manuala de atribute
Ex. Bag of Words

= Automata (invatata)

Extragerea automata de atribute contextuale

Ex. embedded representations




Clasificarea automata a textelor

O Ponderarea predeterminata
m Ponderarea termenilor conform unui anumit model

m Ponderi relative la
un singur document
frecventa termenilor (term frequency — TF)

o colectie de documente
frecventa inversa in document (inverse document frequency - IDF)

o combinatie intre TF si IDF

TF - cu cat un termen este mai frecvent intr-un document, cu atat el este mai
important pentru acel document

IDF - cu cat un termen apare in mai multe documente, cu atat el este mai putin
important in descrierea semanticii acelui document

m Frecventele pot fi
Binare - prezenta sau absenta termenului (One-Hot encoding)
Reale ([0,1]) = importanta termenului

= Fiind dat un set D de documente si un set T de termeni, ponderea p;; a
termenului t; in documentul dJJ (i=1,2,...,17], j=1,2,...,|D|) poate fi:
binara: p; = 1, daca t; apare in d;
0, altfel
TF: p;=tf; (nr. de aparitii a termenului t; in documentul d,l')
TF.IDF: p;=tf;*log,(|D|/df;), unde dfi=nr. de documente in care apare termenul

1




Clasificarea automata a textelor

o Ponderarea automata

m Reprezentari / atribute contextuale invatate in mod
nesupervizat

m Modelarea (probabilistica) a limbajului textual

= Modele clasice
Probabilitatea aparitiei unui cuvant stiindu-se k cuvinte care il preced

Context la nivel de document
Relationare semantica (boat - water)

Modelare bazata pe numarare folosind
Latent Semantic Analysis (LSA)
Latent Dirichlet Allocation (LDA)

m Modele noi

Modelare predictiva folosind
RNN, LSTM
CNN
Recursive NN
Seg-to-seq
Attention
Memory-based nets
Modele pre-antrenate

Context la nivel de cuvant
Similaritate semantica (boat - sheep)



https://web.stanford.edu/class/cs124/lec/languagemodeling.pdf

Clasificarea automata a textelor

0 Ponderarea automata - Modele noi (cateva)
= Bengio (2003)
Word embedding

Probabilitatea aparitiei unui cuvant stiindu-se k cuvinte care il preced folosind o RNA

= Colbert (2008)

Probabilitatea aparitiei unei secvente de cuvinte (secvente corecte) folosind o RNA

m Mikolov (2013)

Word2Vec

SeI ba;eazé pe probabilitadtile de co-aparitie a doua cuvinte pentru a diferentia reprezentarile asociate
celor 2 cuvinte

Continous BoW - probabilitatea aparitiei unui cuvant folosind cuvintele care il preced si cuvintele care i
urmeaza (predictia cuvantului central

Skip-gram model - folosirea cuvantului central pentru a prezice cuvintele din jurul lui
Pre-processings:

Sub-esantionarea cuvintelor frecvente

Eliminarea cuvintelor rare

Ferestre contextuale dinamice

= Pennington (2014)

GloVe

Se bazeaza pe raportul dintreprobabilitatile de co-aparitie a doua cuvinte pentru a diferentia
reprezentarile asociate celor 2 cuvinte



http://www.jmlr.org/papers/volume3/bengio03a/bengio03a.pdf
https://ronan.collobert.com/pub/matos/2008_nlp_icml.pdf
https://arxiv.org/abs/1103.0398
https://arxiv.org/pdf/1301.3781.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
https://papers.nips.cc/paper/5021-distributed-representations-of-words-and-phrases-and-their-compositionality.pdf
http://aclweb.org/anthology/D14-1162
http://aclweb.org/anthology/D14-1162
http://aclweb.org/anthology/D14-1162
https://nlp.stanford.edu/projects/glove/

Clasificarea automata a textelor

o Ponderarea automata

m Preocupari recente
Subword-level embeddings -: char-based embeedings
OOV - char-based enbeddings, context
Multi-sense embeddings
Phrases and multi-word expressions

Temporal dimension

Transfer learning (Embeddings based on other contexts)

Embeddings for multiple languages




Clasificarea automata a textelor

O Analiza documentelor de antrenament

m Indexarea documentelor

Construirea unei reprezentari a documentelor 2>
transformarea documentelor intr-o forma interpretabila de
catre clasificator

Obtinerea unor concepte/termeni reprezentative(i) - atribute
Calcularea unor ponderi pt aceste atribute
Reducerea dimensiunii (a numarului de

concepte/atribute/termeni reprezentative(i) pentru
document)

Selectia atributelor
Extragerea atributelor

= Invdtarea unui model de clasificare
o Clasificarea noilor documente(de test)




wulaslllCalCad autOlllata 4 tCALCIOL — lIIV’cll;’clI'C

— proces

O Reducerea dimensiunii

= Are drept scop
Cresterea eficacitatii
Reducerea timpului de invatare a modelului de clasificare
Evitarea invatarii pe derost a modelului de clasificare

m Poate consta in

Selectia atributelor (feature selection)
o submultime a atributelor initiale (originale)
Extragerea atributelor

o multime de noi atribute determinate pe baza celor originale >
proiectia unui vector R-dimensional intr-unul r-dimensional (r <
R)

noile atribute (mai putine) reprezinta o transformare a
atributelor originale




wulaslllCalCad autOlllata 4 tCALCIOL — lIIV’cll;’cll'C

— proces

Reducerea dimensiunii > Selectia atributelor

o Dandu-se o multime de atribute X, =(x,;, Xx2,.-.,Xin) PENLrU UN
document deD, sa se gaseasca o submultime X »=(xy ,;,
Xy 21Xk ip)y CU p < M care sa optimizeze o functie obiectiv J(X ™)
m Fc. obiectiv > eroarea de clasificare

o Selectia implica
m O strategie de cautare pentru selectia submultimilor candidat
cautare exhaustiva - toate submultimile posibile > nefezabil

cautare strategica
prin ordonarea atributelor
pe baza unei metrici
si alegerea celor care depasesc un anumit prag
prin selectarea unei anumite submultimi de atribute
se alege o submultime optimala

m O functie obiectiv pentru evaluarea acestor submultimi candidat
masura a calitatii unei submultimi de atribute
ajuta selectia unei noi submultimi candidat




wuldolllCalCa aultolllata 4 LCXLCLIOL — lIlV’clE’cll'C

— proces

Reducerea dimensiunii - Selectia atributelor
o Metode

= Nesupervizate

Clusterizare

Factorizarea matricilor

m Supervizate

Ordonarea atributelor

Selectia unei submultimi de atribute




wuldolllCalCa aultolllata 4 LCXLCLIOL — lIlV’clE’cll'C

— PTOCES

Reducerea dimensiunii - Selectia atributelor > Metode Nesupervizate

- Clusterizare

O Se grupeaza atributele in clusteri

m K-means

Feature group 2

m Hierarchical clustering Feature group | —
T L)
[ N
S
l\H '_#/ Feature group 3
r\ f’“\
g {

,___'J

Feature group 4

o Se inlocuiesc (multe) atribute similare ain acelasi cluster cu centrul

clusterului




wuldolllCalCa aultolllata 4 LCXLCLIOL — lIlV’clE’cll'C

— PTOCES

Reducerea dimensiunii - Selectia atributelor > Metode Nesupervizate

- factorizarea matricilor
o Analiza componentelor principale
o Descompunerea in valori singulare
o Factorizarea matricilor non-negative

0o Isomap-uri




wuldolllCalCa aultolllata 4 LCXLCLIOL — 1IlV’cl§’cll'C

— PTOCES

Reducerea dimensiunii &> Selectia atributelor > Prin ordonarea
atributelor

o Pp. ca avem n date (x,, y.), k=1,2,...,n
B X e R™ DX = (X0 Xir - Xim)
[ | yk € R

O Se calculeaza o functie scor pentru fiecare pereche S(1)=(X;,Y)
m cu cat scorul este mai mare, cu atat variabila este mai importanta

O si se ordoneaza atributele in functie de acest scor

O Notatie
X; € RM = Xi=(Xyj, Xajy s Xpi)
Y e R" D Y=(yy, Yo s ¥i)




wuldolllCalCa aultolllata 4 LCXLCLIOL — lIlV’dE’dIC

— proces

Reducerea dimensiunii =2 Selectia atributelor - Prin ordonarea
atributelor

O Scoruri posibile
= Coeficientul de corelatie al lui Pearson
R(i)=cov(X;, Y)/(var(X)var(Y))/?

R(D=Zy=1, . n(Xiim XPIYVi YN (Zk=1,.. . n(Xiim XF)?Zk=1,...,n(Vi-YO)?) 12
R2(i) - relatie de dependenta liniara intre X;si Y

m Eroarea de clasificare
Mai multi clasificatori cu o singura variabila
(in/ yk)/ k=1/2/"'/n
Se stabileste eroarea de clasificare pt fiecare i=1,2,...,n
Se ordoneaza variabilele in functie de eroare
Cu cat eroarea este mai mica cu atat variabila este mai importanta

m Informatia teoretica
Informatia mutuala intre densitatea variabilei X; si densitatatea variabilei Y

I(i)=[,J yp(xi, y)log(p(x, y)/(P(x)p(y)))dxdy
p(x) — probabilitatea densitatii lui x > greu de estimat




wulaslllCalCad autOlllata 4 tCALCIOL — lIIV’cll;’cll'C

— proces

Reducerea dimensiunii - Selectia atributelor
- Prin ordonarea atributelor

o Critici
m poate determina submultimi de atribute
redundante

= nu tine cont de corelarea atributelor

= un atribut nefolositor in izolatie poate fi util in
combinatie cu alte atribute




wuldolllCalCa aultolllata 4 LCXLCLIOL — 1IlV’cl§’cll'C

— proces

Reducerea dimensiunii - Selectia atributelor - Prin
alegerea unei submultimi de atribute

O Cautarea
m Cautare exhaustiva — toate submultimile posibile = nefezabila

m Cautare strategica — alegerea doar a unor submultimi

O Functia obiectiv — tipuri
= Wrapper
m Filter
= Embedded




wuldolllCalCa aultolllata 4 LCXLCLIOL — lIlV’dE’dIC

— proces

Reducerea dimensiunii = Selectia atributelor = Prin alegerea
unei submultimi de atribute

O Functia obiectiv — tipuri
m Wrapper

Functia obiectiv este un clasificator care evalueaza fiecare submulfime prin puterea ei
predictiva

Alegerea atributelor este dependenta de performanta clasificatorului (algoritmului de
invatare)

Algoritmul de invatare = cutie neagra pentru evaluarea submultimii de atribute in
functie de puterea de invatare (clasificare) a acesteia

m Filter
Functia obiectiv evalueaza fiecare submultime doar pe baza continutului ei
Alegerea atributelor este independenta de performanta clasificatorului
Selectia atributelor este un pas anterior invatarii

= Embedded
Alegerea atributelor are loc in timpul invatarii
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Reducerea dimensiunii = Selectia atributelor - Prin alegerea unei submultimi de
atribute > Wrapper

O Ideea de baza

= Wrapper = a inveli, a impacheta

m  Functia obiectiv este un clasificator care evalueaza fiecare submultime prin puterea ei predictiva
m Alegerea atributelor este dependenta de performanta clasificatorului (algoritmului de invatare)
]

Algoritmul de invatare = cutie neagra pentru evaluarea submultimii de atribute in functie de puterea de
invatare (clasificare) a acesteia

o Algoritm
m Se alege o metoda de clasificare (invatare)

m Se cauta configuratia optima (submutime de atribute si parametri ai clasificatorului)
Se alege o submultime de atribute
Se repeta
Invatarea si optimizarea clasificatorului
cuantificarea performantei clasificatorului
alegerea unei noi submultimi de atribute

pana cand se obtine cea mai buna performanta in invatare
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Reducerea dimensiunii = Selectia atributelor - Prin alegerea unei submultimi de
atribute > Wrapper

o Cum se alege o submultime?
m best-first

branch-and-bound

simulated annealing

algoritmi genetici

greedy

Forward selection
Variabilele sunt incorporate progresiv in submutimi tot mai mari

Backward selection
Variabilele sunt eliminate progresiv din submultime

o Cum se stabileste performanta algoritmului de invatare?
= Validare
= Validare-incrucisata
o Care algoritm de invatare sa se foloseasca?
m Arbori de decizie
m Retele neuronale
m Masini cu suport vectorial
m Algoritmi evolutivi, etc
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— proces

Reducerea dimensiunii = Selectia atributelor > Prin alegerea unei
submultimi de atribute - Filter

o Ideea de baza
m  Functia obiectiv evalueaza fiecare submultime doar pe baza continutului ei
m Alegerea atributelor este independenta de performanta clasificatorului
m Selectia atributelor este un pas anterior invatarii

o Evaluare

m Distanta sau masura separabilitatii claselor
Ex. distanta (Euclideana, Hamming, etc) intre clase
m Corelatia si masuri de informatie teoretica

Submultimile bune contin atribute
puternic corelate cu iesirea
ne-corelate intre ele

Masuri liniare
Coeficientul de corelatie

Masuri neliniare
Informatia mutuala
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Reducerea dimensiunii - Selectia atributelor
- Prin alegerea unei submultimi de atribute



http://jmlr.csail.mit.edu/papers/volume3/guyon03a/guyon03a.pdf
http://jmlr.csail.mit.edu/papers/volume3/guyon03a/guyon03a.pdf
http://jmlr.csail.mit.edu/proceedings/papers/v4/guerif08a/guerif08a.pdf
http://jmlr.csail.mit.edu/proceedings/papers/v4/guerif08a/guerif08a.pdf
http://courses.cs.tamu.edu/rgutier/cs790_w02/l5.pdf
http://courses.cs.tamu.edu/rgutier/cs790_w02/l5.pdf
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O Analiza documentelor de antrenament

m Indexarea documentelor

Construirea unei reprezentari a documentelor 2>
transformarea documentelor intr-o forma interpretabila de
catre clasificator

Obtinerea unor concepte/termeni reprezentative(i) - atribute
Calcularea unor ponderi pt aceste atribute
Reducerea dimensiunii (a numarului de

concepte/atribute/termeni reprezentative(i) pentru
document)

Selectia atributelor
Extragerea atributelor

= Invdtarea unui model de clasificare
o Clasificarea noilor documente(de test)
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Reducerea dimensiunii > Extragerea atributelor

o Definire

= Determinarea unei noi multimi de atribute determinate pe baza celor originale - proiectia unui
vector R-dimensional intr-unul r-dimensional (r < R)

= Noile atribute (mai putine) reprezinta o transformare a atributelor originale

o Dandu-se o multime de atribute X,=(x,;, Xi2,...,Xim), Sa S€ gaseasca o transformare
Z,=g(x,):R™2>RP cu p < m astfel incat ffansformarea Z, sa pastreze (cea mai parte din)
informatia atributelor initiale

m Transformarea optima — cea care nu determina cresterea probabilitatii de eroare
m  Transformarea poate fi
Liniara y = Wx, WeM,,,
Ne-liniard - greu de determinat
m  Transformarea este ghidata de o functie obiectiv care trebuie optimizata (min/max)

o Metode de extragere a atributelor in functie de criteriul masurat de functia obiectiv:
m Reprezentare a semnalului > transformarea are drept scop reprezentarea datelor cu o acuratete
cat mai buna intr-un spatiu mai redus
Analiza componentelor principale
= Clasificare - transformarea are drept scop evidentierea discriminarii intre clase intr-un spatiu mai
mic
Analiza discriminantului liniar
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0 Metode de reducere a dimensiunii > Extragerea
atributelor 2> Analiza componentelor principale
m Scop

Transformarea unui set de variabile posibil corelate intr-un set de
variabile necorelate intre ele (componente principale)

Prima componenta principala are cea mai mare varianta =
cuantifica cea mai mare variabilitate posibila a datelor

ACP determina axele care explica cel mai bine dispersia datelor
(norul de puncte)

Descrierea datelor intr-un spatiu din

m Alte denumiri

Transformarea Karhunen-Loeve

(teoria comunicatiilor)
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0 Metode de reducere a dimensiunii 2 Extragerea atributelor > Analiza
componentelor principale
m Tipologie
ACP liniara - date separabile liniar

ACP bazata pe kernele - date neseparabile liniar

= Algoritm
Pp ca avem un set de date x;, i=1,2,..,n cu m atribute (x; € R™ = x; =(Xi;, Xi2/-+-,Xim))
Scaderea mediei din fiecare data (pe fiecare dimensiune) - centrarea datelor
X=X — X2, unde x72= (X;;+Xo+...+Xp)/n

Calcularea matricii de covariatie C

C=1(cy), i, j=1,2,....m, c; = cov(X, Xy), unde X;=(Xy;,X2j-++,Xp;)
CoV(X,Y)=Zi=1,2,.,n(XirXa) (YiYa)/(n-1)
Determinarea vectorilor proprii v, si a valorilor proprii v, (eigenvector, eigenvalue)
corespunzatoare matricii de covariatie A v,= v, v,
Alegerea componentelor si formarea vectorului de caracteristici (atribute)
Se ordoneaza vectorii proprii descrescator dupa valorile proprii = atributele in ordinea importantei
Formarea vectorului de caracteristici cu acei vectori proprii care se doresc a fi retinuti
Derivarea noilor date

Se inmulteste vectorul de caracteristici cu vectorul datelor centrate
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— proces

0 Metode de reducere a dimensiunii 2> Extragerea
atributelor 2 Analiza discriminantului liniar

m Scop

Determinarea unei combinatii liniare de atribute care sa

separe datele (in clase) cat mai bine
Modelarea diferentelor intre clase

Proiectarea datelor pe o linie/plan/hiperplan pentru a se

F 3 F 3

obs x X Ire este cea

Mma

A J
A 4
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0 Metode de reducere a dimensiunii - Extragerea atributelor 2
Analiza discriminantului liniar

m Gasirea celei mai bune proiectii necesita definirea unei masuri de
separare intre proiectiile datelor

A
X
Distanta intre proiectiile mediilor corespunzatoare
datelor din fiecare clasa

{ ___I’.,..-:-::-::__'., “1 '/
Nu este foarte bine pentru ca nu se tine cont

de dispersia datelor in interiorul claselor

Fisher > maximizarea raportului dintre

Y
diferenta mediilor si imprastierea in interiorul claselor
=> 0 proiectie astfel incat:

. A
| Xz
exemplele din aceeasi clasa sunt proiectate
foarte aproape unele de altele

- T Y
- e
|

_.--"./ o 1
proiectiile mediilor fiecarei clase sunt cat
mai departate unele de altele
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o Metode de reducere a dimensiunii > Extragerea atributelor 2>

Analiza discriminantului liniar

= Algoritm Xz
Pp ca:
exista k clase,
U; — media instantelor din clasa i, i=1,2,...,k
n - nr total de instante
n; - nr de instante din clasa j, i=1,2,...,k
Se cauta k-1 vectori de proiectie
Se calculeaza
Imprastierea intra-clasa (scatter within class) S, /
n Sw=zi=1,2,...,kzxeclasai(x'l-ji)(X'/Ji)T
Imprastierea intre clase (scatter between classes) S,
Sb=zi=1,2,...,kni(l-li'l-l)(/Ji'/J)T/ unde /J=1/nzxeclasainiui
Se maximizeaza
Raportul dintre
Patratul diferentei mediilor (claselor) si

« Imprastierea intra-clasa
Solutie

w=S1 (H1-Hy)

L

A
v

http://research.cs.tamu.edu/prism/lectures/pr/pr_I110.pdf

http://www.music.mcgill.ca/~ich/classes/mumt611_05/classifiers/Ida_theory.pdf


http://www.dtreg.com/lda.htm
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O Analiza documentelor de antrenament

m Indexarea documentelor

Construirea unei reprezentari a documentelor - transformarea

documentelor intr-o forma interpretabila de catre clasificator
Obtinerea unor concepte/termeni reprezentative(i) - atribute
Calcularea unor ponderi pt aceste atribute

Reducerea dimensiunii (a numarului de concepte/atribute/termeni
reprezentative(i) pentru document)

Selectia atributelor
Extragerea atributelor

s Invatarea unui model de clasificare

o Clasificarea noilor documente(de test)
m Indexarea documentelor

m Utilizarea modelului de clasificare pentru stabilirea categoriilor
fiecarui document de test
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o Invatarea unui model de clasificare

= Alegerea unui algoritm de invatare
Arbori de decizie
Retele neuronale artificiale
Masini cu suport vectorial
Algoritmi evolutivi
Retele Bayesiene

m Fixarea/optimizarea parametrilor algoritmului
Cum se aleg parametrii?

m Construirea modelului de clasificare si salvarea
lui
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O Analiza documentelor de antrenament

m Indexarea documentelor

Construirea unei reprezentari a documentelor - transformarea

documentelor intr-o forma interpretabila de catre clasificator
Obtinerea unor concepte/termeni reprezentative(i) - atribute
Calcularea unor ponderi pt aceste atribute

Reducerea dimensiunii (a numarului de concepte/atribute/termeni
reprezentative(i) pentru document)

Selectia atributelor
Extragerea atributelor

= Invatarea unui model de clasificare

o Clasificarea noilor documente(de test)
m Indexarea documentelor

m Utilizarea modelului de clasificare pentru stabilirea categoriilor
fiecarui document de test
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0 Metode de reducere a dimensiunii

m Extragerea atributelor

Analiza componentelor principale
Analiza componentelor independente
Scalare multidimensionala

Harti topografice



http://134.58.34.50/~marc/DM_course/slides_selection.pdf
http://134.58.34.50/~marc/DM_course/slides_selection.pdf
http://www.esi.uem.es/~jmgomez/tutorials/eacl03/slides.pdf
http://www.esi.uem.es/~jmgomez/tutorials/eacl03/slides.pdf

O Text to numbers

o Word embedding



https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://machinelearningmastery.com/prepare-text-data-deep-learning-keras/
https://www.tensorflow.org/tutorials/word2vec
https://nlp.stanford.edu/projects/glove/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/use-word-embedding-layers-deep-learning-keras/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/
https://machinelearningmastery.com/develop-word-embeddings-python-gensim/




Detectarea emotiilor 1n gesturi

O Gesturi
m Mimica fetei
m Gesturi ale corpului

o Emotiile faciale
m Stiintele cognitive
Ce informatie trebuie reprezentata?
m Stiintele computationale
Cum trebuie reprezentata (codata) informatia?

O Perceptia fetei
m Abordarea holistica

Fata este modelata ca un intreg, fara parti (componente) care ar
putea fi izolate

s Abordarea bazata pe componente
Anumite atribute ale fetei pot fi procesate individual
m Abordarea bazata pe configuratie

Se modeleaza relatiile spatiale dintre componentele fetei (ex.
ochiul stdng-ochiul drept, nas-gura)



Detectarea emotitlor in expresia fetel

O Recunoasterea afectiva are drept scop
m Recunoasterea gesturilor de pe fata

Facial Action Coding System (FACS)

Compus din facial Action Units (AU) - coduri care descriu
configuratii ale fetei (ex. AU 12 - coltul buzelor)

Efectuarea unui gest are o evolutie temporala care se
poate modela prin 4 segmente:

Neutru - faza fara expresii si activitate musculara

Onset - apar contractiile musculare si cresc in intensitate
Apex - platou (intensitate constanta)

Offset — relaxarea musculaturii




Detectarea emotitlor in expresia fetel

O Recunoasterea afectiva are drept scop

m Recunoasterea emotiilor de pe fata (consecinte ale gesturilor)
Emotii de baza

Modelul dezvoltat de Ekman&Co (1972): producerea si interpretarea anumitor
expresii sunt adanc intiparite in creier si recunoascute universal (nu sunt
elemente culturale, specifice unei natii)

Emotiile produse de aceste expresii se pot modela in 6 clase:

= Fericire
Tristete
Surpriza
Teama
Furie
Dezgust

Emotii derlvate (1990)
Emotii pozitive & Emotii negative
Unele emotii nu sunt codate de muschii fetei

Amuzament
Dispret
Multumire
Jena
Excitare
Vinovatie
Mandrie
Alinare
Satisfactie
Placere senzoriala
Rusine




Detectarea emotitlor in expresia fetel

O Provocari in recunoasterea emotiilor pe fete
= Variatii ale pozitiei capului
= Variatii ale iluminarii
m Erori de aliniere
m Ocluzii

m Deplasari de identitate




Detectarea emotitlor in expresia fetel

0 Competitii

m Facial Expression Recognition (FERA)

= Audio/Visual Emotion Challenges (AVEC)



http://sspnet.eu/fera2017/
http://sspnet.eu/fera2017/
http://sspnet.eu/fera2017/
http://sspnet.eu/avec2016/

Detectarea emotitlor in expresia fetel

0 Baze de date

= Continut
Imagini singulare ale emotiilor (de intensitate maxima)

Secvente de imagini & video corespunzatoare unei
emotii




Detectarea emotitlor in expresia fetel

O Baze de date - detalii in Evangelos Sariyanidi, Hatice Gunes, and Andrea Cavallaro ,
Automatic Analysis of Facial Affect: A Survey of Registration, Representation, and Recognition, IEEE
TRANSACTIONS ON PATTERN ANALYSIS AND MACHINE INTELLIGENCE, VOL. 37, NO. 6, JUNE 2015

Application and Labels Statistics and Properties Baseline
Dataset Access- BE MNBE AU DA #5ub- #Vid- #Im- frame-by- Res- Regis- Rep-
ible jects  eps  ages frame ults trat resen.
labels? on
Posed CK [61] Yes 64N - J(T,+1146]) - 97 486 - - - - -
GEMEP [7] Yes  6+N 12 "y - 10 7000 - - "y v v
ISL Frontal-View  Yes - - v +T - 10 42 - v - - -
[146]
ISL Multi-View Yes - - v +T - 8 40 - v - v -
[145]
Multi-PIE [47] Mot free 34N 2 - - 100 - 4,200 - - - -
JAFFE [86] Yes 64N 0 - - - 10 - 213 - - - -
Posed & MMI[105], Yes  6+MN 0 - v +T - 75 2420 484 tempphas - - -
Non-posed [153]
CE+ [83] Yes 64N 1 - - 123 593 - - v v -
Non-posed HUMAINE Yes - - - AV 4 23 - v - - -
[91]
SEMAINE [91] Yes 3 10 v AE/B/V 150 959 - v v v v
RU-FACS[10] Partly - - v - 100 100 - MN/A - - -
DISFA [10] Yes - - | - 27 27 - v v v -
Belfast Yes  6+N Varll - AV 256 1400 - v - - -
nduced [137]
Belfast Yes 44N 12 - ANV 125 298 - v - - -
MNaturalistic [36]
GEMEI-4K [143] Yes 2 - - - N/AA - 4,000 N/A - - -
UNBC-Me Partly - Pain | - 25 200 - v v v -
Master [84]
COPE [15] Mo -  Pain - - 26 - 204 MN/A - - -
SMIC [72] Yes 34N - - 16 264 - v v v -

"See text for details. " Refer to the original dataset paper for details. “These dimensions may be referred to with different names.
BE: Basic emotions; NBE: Non-basic emotions; AL action units; DA: Dimensional affect;
N: Neutral; 1 Temporal scoments; +I: AU intensity; A: Arousal; E: Expectancy; P: Power; V: Valence.




Detectarea emotitlor in expresia fetel

o Componentele unui sistem de recunoastere
a emotiilor faciale
m Achizitia imaginilor
= Detectia fetei In imagini
m Pre-procesarea

Determinarea punctelor de interes (landmark)
Alinierea (Registration)

m Reprezentarea
Atribute
Reducerea dimensiunii

m Recunoasterea




Detectarea emotiilor in expresia fetet

O Sistem - Pre-procesarea

m Determinarea punctelor de interes (landmark)
Standarde internationale MPEG-4 8P°infsm°del

49 points model




Detectarea emotitlor in expresia fetel

O Sistem - Pre-procesarea

m Determinarea punctelor de interes (landmark)
Standarde internationale MPEG-4
Algoritmi
Active Shape Model (ASM)

Active Appearance Model (AAM)
Constrained Local Model (CLM)

Incremental Parallel Cascade of Linear Regression
Method (Chehra)

Discriminative Response Map Fitting (DRMF)




Detectarea emotitlor in expresia fetel

O Sistem - Pre-procesarea
m Determinarea punctelor de interes (landmark)

m Alinierea (registration)
gasirea transformarii sau deformarea care minimizeaza
discrepantele intre doua sau mai multe obiecte
Ideea de baza
Calcularea transformarii

Realizarea transformarii afine (scalare, rotatie, translatie,
scalare, reflectie)

Transformation
Matrix T

Candiate Model

> )




Detectarea emotitlor in expresia fetel

o Sistem - Pre-procesarea — Alinierea fetei

= La nivelul intregii fete

Tehnici rigide de aliniere - aliniere globala , la nivelul intregii fete
Detectarea punctelor de interes de pe fata
Ex. Cei doi ochi
Ex. Nas si gura

si folosirea lor pentru a calcula o transformare globala: fata -
prototip

Aliniere generica
= Active Appearence Model (AAM)
= Robust Fast Fourier Transformation (FFT)
= Modelul Lucas-Kanade

Tehnici ne-rigide

Aliniere locala
= Tehnica AAM
= Tehnica SIFT-flow
= Tehnica Avatare image registration

= La nivelul unei parti din fata
Numarul, dimensiunea si locatia partilor poate varia

Tehnica AAM
Partile sunt localizate ca regiuni fixe in jurul punctelor de interes

= La nivelul unui punct de pe fata




Detectarea emotitlor in expresia fetel

O Sistem - Reprezentarea fetei prin atribute

= In functie de frame-urile considerate
Atribute spatiale
Codifica secvente de imagini frame-by-frame
Atribute spatio-temporale
Codifica vecinatati de frame-uri
= Tipul de informatii codificate
Atribute bazate pe aspect
Folosesc informatii despre textura (intensitatea pixelilor)

Atribute bazate pe forma
Descriu formele si ignora textura




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor

m Atribute spatiale
Reprezentari ale formei
Reprezentari ale aspectului
Reprezentari ale partilor fetei

m Atribute spatial-temporale
Reprezentari ale formei
Reprezentari ale aspectului




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute
spatiale — Reprezentari ale formei
m Puncte de interes
Coordonate

Distante intre puncte

Distante si unghuri intre puncte
Ochi inchisi sau deschisi
Starea obrajilor

m Se folosec in completarea informatiilor legate de

aspect
"ﬂ M5 - B
- _ o CHEENR L | — -
e/ : K '




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute spatiale
— Reprezentari ale aspectului

m De nivel primar

Histograme
Ideea de baza

Se extrag atribute locale si se inglobeaza intr-o imagine
transformata

= Se grupeaza atributele locale in regiuni uniforme
= Se colecteaza atributele fiecarei regiuni in histograme locale
= Se concateneaza hisogramele locale
Proprietati
= Robuste la variatii de iluminare
= Invariante la variatii de iluminare globale
= Se pot normaliza - robuste
Rouste la erorile de aliniere
= Simple de calculat
Neajunsuri
= Afectate negativ de eroarea de identitate (identity bias)
Exemple
= Local binary pattern (LBP)
= Local phase quantisation (LPQ)
HOG
= Quantised local Zernike moments (QLZM)



Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute
spatiale — Reprezentari ale aspectului — De
nivel primar — Histograme
= Local binary pattern (LBP)

Descrie, local, variatia texturii intr-o regiune circulara
Asociaza acestei variatii un intreg

example thresholded weights
6 5912 1 10 0 1 1214

SN B2l E
9 8 7 1 111 64 |32 |16

Pattern= 11110001
LBP=1+16+32+064+128= 241
C = (6+7+8+9+7)/5 - (5+2+1)/3 = 4.7

Histogramele se determina pe baza acestor intregi
Dimensiunea repreznetarii depinde de cati intregi se

folosesc R




Detectarea emotiilor 1n expresia fetet

O Sistem — Extragerea atributelor — Atribute
spatiale - Reprezentari ale aspectului — De
nivel primar — Histograme
m Local binary pattern (LBP)

m Local phase quantisation (LPQ)
Similar cu LBP

m HOG

m Quantised local Zernike moments (QLZM)
0 vecinatate este descrisa prin momente locale Zernike

Fiecare coef|C|ent al momentului descrie variatia la o scara
si orientare unica - informatiile aduse de dlferltl coeficienti
ai momentului nu se suprapun

Descriptorul QLZM se obtine prin cuantificarea tuturor
coeficientilor intr-un mtreg

Histrogramele locale iau in calcul acesti intregi




Detectarea emotitlor in expresia fetel

o Sistem - Extragerea atributelor - Atribute spatiale -
Reprezentari ale aspectului

= De nivel primar EEE N BEE B

Histograme * —

Reprezentari Gabor HEE I RS
Imaginea este supusa unei convolutii cu filtre Gabor (cu diferite scari si
orientari)

Reprezentari bazate pe date E T e o *
Bag of Word g 2l TR sk RS

Vecinatati locale
Se extrag atribute locale (ex. SIFT) dense din locatii fixe

Se masoara similaritatea acestor atribute cu o multime de atribute
cunoscute (visual words) la nivelul unui set de date (visual
vocabulary) prin-un algoritm /ocality constrained linear coding

m De nivel avansat
Factorizari de matrici non-negative
Sparse coding

m De tip cascada
Straturi cu informatii brute
Straturi cu informaii de nivel inalt




Detectarea emotitlor in expresia fetel

o Sistem - Extragerea atributelor - Atribute spatiale -
Reprezentari ale aspectului

m De nivel primar P
m De nivel avansat E .. .

Factorizari de matrici non-negative

O matrice (imagine) este descompusa in mai multe matrici non-negative
(imagini de baza)

Atributele = coeficientii imaginilor de baza
Se calculeaza prin minimizare
Descompunerea
nu e unica
Poate avea diferite semnificatii
Ex. Graph-prserving NMF
Fata este descompusa in componente spatiale mdependente

Ex. Subclass discriminant NMF E :. et T
Sparse coding AT T T &* R i

Orice imagine poate fi rara intr-un anumit domeniu

Se poate gasi o transformare a iamginii in care majoritatea coeficientilor
sa fie 0

Transformarea poate fi
- Adaptata la date
- Ne-adaptata (transformata Fourier)

Feature learning




Detectarea emotitlor in expresia fetel

O Sistem — Extragerea atributelor — Atribute spatiale
— Reprezentari ale aspectului

= De nivel primar
Robuste la variatiile de iluminare si erorile de aliniere

m De nivel avansat
Robuste la erori de identificare
Pot genera atribute interpretabile semantic

m De tip cascada (reprezentari ierarhice)
Straturi cu informatii brute
Straturi cu informatii de nivel inalt

Deep learning
Se invata reprezentari ierarhice pe mai multe nivele
2 nivele cu informatii brute

= Imaginile suporta o convolutie cu filtre locale (smooth -
diferente locale) invatate din date

= Rezultatele convolutiei sunt agregate prin diferite operatii (ex.
pooling)
Alte nivele cu informatii de nivel avansat pentru diferite scopuri
= Identificarea elementelor ocluzionate




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute
spatiale — Reprezentari ale partilor fetei
= Calculate la nivelul unei parti
m Se ignora relatiile spatiale intre parti
= Folosite in recunoasterea emotiilor spontane

T

Part-based SIFT

Se calculeaza descriptori SIFT (cu scara si orientare fixa)
pentru fiecare parte a fetei

—5: g 'EE o [\.r”m‘ a
Part-based NMF = -

Se elimina detaliile de textura personale
Se descompune imaginea partii in NM




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor
m Atribute spatiale

m Atribute spatio-temporale

Reprezentari ale formei
Geometric Features from Tracked Facial Points
Reprezentari ale aspectului
Atribute de nivel primar din planurile ortogonale
Convolutii cu filtre netede (smooth filter)
Reprezentari Haar spatio-temporale
Reprezentari ale deformarilor




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute
spatio-temporale — Reprezentari ale formei

m Geometric Features from Tracked Facial Points
Analiza temporala a variatiei activitatii musculare
Ideea:

Se folosesc

= coordonatele fiecarui punct de interes

= Lungimea si unghiul liniile care conecteaza toate
aceste puncte (luate in perechi)

Se stabilesc diferentele fata de o fata neutra

[ e o S
i s o
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Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute
spatio-temporale — Reprezentari ale
aspectului
m Atribute de nivel primar din planurile ortogonale
m Convolutii cu filtre netede (smooth filter)

m Reprezentari Haar spatio-temporale
m Reprezentari ale deformarilor
= Bag of Words temporal




Detectarea emotitlor in expresia fetel

0 Sistem - Extragerea atributelor — Atribute
spatio-temporale — Reprezentari ale
aspectului

m Atribute de nivel primar din planurile ortogonale
Three ortogonal planes (TOP)

Se extrag atribute din vecinatati spatio-temporale in 3
planuri:

Planul spatial (x-y — LBP)
Planul vertical spatio-temporal (y-t)
Planul orizontal spatio-temporal (x-t)

Se determina histograme locale ale regiunilor spatio-
temporale

- - o s 3 § KT TS
=t g ] v . 0
| > FSiiaa P U e
LBP-TOP - 2§
e % ¥
=
. —
LPQ-TOP B 2
- z o =
s — A ~ g t 8 »
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Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute spatio-
temporale — Reprezentari ale aspectului

m Convolutii cu filtre netede (smooth filter)
Filtre spatio-temporale Gabor

Filtrare cu componente s M .
= sk W‘ — "
spatio-temporale independnete (IC) u E TR .
m Reprezentari Haar spatio-temporale

Atribute Haar dinamice @h I

Atribute de similaritate (asemanator functiilor kernel din ML)
Se aplica un filtru Haar fiecarui frame = ,n] S e
-

Flh{x), hir)) [c-.]
4 : § — v= |
iy . : =
u “\‘- Jlhix), hire] J L]

_I'I-.ﬂl = n

Ir(re

se retine intr-un vector valoarea unei functii de similaritate intre
rezultatul filtrarii si outputul corespunzator unei imagini referinta

Se calculeaza histograma vectorilor aferenti intregii secvente de
frame-uri




Detectarea emotitlor in expresia fetel

O Sistem - Extragerea atributelor — Atribute
spatio-temporale — Reprezentari ale

aspectului
O Reprezentan aIe deformarilor

EEE EEER

= Bag of Words temporal

Fiecare frame e reprezentat prin part-based SIFT si
comprimat prin PCA, rezultand un vector

Vectorul se codeaza in stil BoW
Toti vectorii se “reunesc” intr-o histograma

iF - -=-:.-|
e iF _h L‘EE] "-f\l':_. I'““
(B R pu




Detectarea emotitlor in expresia fetel

o Sistem - Reducerea dimensiunii de reprezentare

= Pooling

Scop

Agregarea atributelor locale
Tehnici

Suma

Histograma

Maxim

Norma L,

Stocastic

Maxout

m Selectarea atributelor (Feature selection)
Scop
Selectare & Ponderare
Tehnici
Supervizate - Boosting (AdaBoost, GentleBoost)
m Extragerea atributelor (Feature extraction)
Se calculeaza noi atribute
Transformare
Ne-adaptata
- Transformarea discreta cosine (DCT)
= LDA

Adaptata
= PCA




Detectarea emotitlor in expresia fetel

O Sistem — recunoasterea

= Scop
Recunoasterea etichetei unei
Actiuni
Emotii
Recunoasterea intensitatii unei
Actiuni
Emotii
Determinarea etapei producerii
Unei AU
Unei combinatii de AU
= Algoritmi
Statistici
Doar date spatiale
= SVM
Date temporale
- HMM&SVM/Boosting
= Dynamic bayesian network
= CRF




Detectarea emotitlor in expresia fetel

o Dezvoltari

= Noi reprezentari bazate pe forme
Viziunea umana - perceptia emotiilor de pe fata
Forme continue, nu doar discrete

= Noi reprezentari bazate pe parti ale fetei
= Noi reprezentari ierarhice

= Noi tehnici de aliniere (spatio-temporala)
= Date 3D




Detectarea emotiilor 1n gesturi

O Gesturi
m Mimica fetei
m Gesturi ale corpului

o Emotiile faciale
m Stiintele cognitive
Ce informatie trebuie reprezentata?
m Stiintele computationale
Cum trebuie reprezentata (codata) informatia?

O Perceptia fetei
m Abordarea holistica

Fata este modelata ca un intreg, fara parti (componente) care ar
putea fi izolate

s Abordarea bazata pe componente
Anumite atribute ale fetei pot fi procesate individual
m Abordarea bazata pe configuratie

Se modeleaza relatiile spatiale dintre componentele fetei (ex.
ochiul stdng-ochiul drept, nas-gura)



Recunoasterea gesturilor

o Gesturi — concept & clasificare

O Sisteme inteligente




Recunoagterea gesturilor

O Gesturi

m Postura (pozitie)
Configuratia degetelor (fara miscarea mainii)

m Gest

Miscare dinamica a mainii, cu sau fara miscarea
degetelor

m Gesticulare

Miscare spontana a mainii/bratelor care insoteste
vorbirea

90% din gesturile umane

= Pantomima
Miscari ale mainii/bratelor/corpului fara vorbire




Recunoasterea gesturilor

o Gesturi

= In functie de suport

Bazate pe caracteristici observabile (statice sau dinamice)
Statice (independente de timp) - pozitia mainii e constanta de-a lungul gestului
Dinamice (dependente de timp)

Bazate pe interpretare (ilustrative)

= In functie de modul de implicare al executantului

Constiente

Regulare - pentru controlarea interactiunii
Ridicarea mainii pentru a solicita cuvantul

Afective
Retragerea din fata unui obiect poate indica frica

Ilustrative
Coezive (unitare)
Metaforice - abstractizari
Contextuale - identificarea unei persoane sau a unei perioade de timp sau a unei directii
Reprezentative - cataratul in copaci
Batai - scurte si rapide

Emblematice (autonome) -- cultural specifices pot inlocui cuvinte/expresii
Ex. Pa! Pa!, aprobarea din cap, thumbs-up!

Inconstiente
Adaptive -
Ex. Zgaltairea capului, bataitul din picior, aranjarea ochelarilor

m In functie de localizarea spatio-temporala
Gesturi temporale
Gesturi spatiale
Gesturi spatio-temporale




Recunoasterea gesturilor

O Sistem - pasi
m Achizitia datelor

= Modelarea gesturilor
Localizarea (segmentarea) mainii
Filtrari si eliminarea zgomotului
Detectia conturului
Normalizarea

m Extragerea atributelor
m Recunoasterea gesturilor




Recunoagterea gesturilor

o Sistem - Achizitia datelor
m Dispozitive

Bazate pe contact
Manusi,
Accelerometre,
Ecrane multi-touch

Bazate pe dispozitive de vizualizare

Camere
= RGB

- RGB-D —>h " -
Markere \



https://www.youtube.com/watch?v=kXuxK6IeQfo

Recunoasterea gesturilor

o  Sistem - Achizitia datelor

. Baze de date - Pramod Kumar Pisharady and Martin Saerbeck , Recent methods and databases in vision-based hand gesture
recognition: A review, Computer Vision and Image Understanding, Vol. 141, 2015:152-165
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Recunoagterea gesturilor

o Sistem — Modelarea gesturilor

m Localizarea (segmentarea) mainii

Metoda pragului (thresholding)

Range/depth thresholding

Colour thresholding

Speed theresholding

Otsu thesholding (bazata pe histograma)
Metode bazate pe culoarea pielii (skin-based)
Substraction

Are nevoie de o imagine referinta
Modele statistice

Bayesian rule based

Gaussian mixture model

Expectation Maximisation

Normalizarea culorii

m Filtrari si eliminarea zgomotului
m Detectia conturului
= Normalizarea




Recunoagterea gesturilor

0 Sistem —Modelarea gesturilor
m Localizarea (segmentarea) mainii

m Filtrari si eliminarea zgomotului
Zgomotul Sare si piper — prin filtre
median
morfologice
contra harmonice medii
Operatii morfologice

Eroziunea - tinde sa reduca dimensiunile caracteristicilor
luminoase ale imaginii prin corelare cu zonele intunecate
adiacente

Diluarea - inversul eroziunii

Zgomotul muchiilor (contururilor)
Filtru mediu multi-dimensional

m Detectia conturului
= Normalizarea




Recunoagterea gesturilor

o Sistem - Modelarea gesturilor
m Localizarea (segmentarea) mainii
m Filtrari si eliminarea zgomotului

m Detectia conturului

In functie de derivari

Metode bazate pe gradient — max&min a derivatei functiei
de intensitate de ordind I

Metode bazate pe Laplacian - trecerile prin O a derivatei
functiei de intensitate de ordin II

Tehnici
Sobel
Robert
Prewitt
Laplacian of Gaussian
Canny

m Normalizarea




Recunoagterea gesturilor

0o Sistem - Modelarea gesturilor
m Localizarea (segmentarea) mainii
m Filtrari si eliminarea zgomotului
m Detectia conturului

= Normalizarea (reducerea spatiului atributelor)
Decuparea (cropping)
Redimensionarea

Filtre Gabor
Modificari de muchii si de textura

Tehnici de ML




Recunoagterea gesturilor

O Sistem - pasi
m Achizitia datelor

= Modelarea gesturilor
Localizarea (segmentarea) mainii
Filtrari si eliminarea zgomotului
Detectia conturului
Normalizarea

= Extragerea atributelor
= Recunoasterea gesturilor




Recunoagterea gesturilor

O Sistem — Extragerea atributelor

m 2D
Sabloane deformabile

Atribute de forma
Atribute geometrice
= |locatia si pozitia degetelor si a palmei

Atribute non-geometrice (blind features) &

= Culoarea, profilul&textura, conturul, momentele imaginii,
vectorii caracteristici (Eigen) (14,16,17)

Miscare

Markere de culoare
m 3D

Volumetric
Profil — structura mainii

Geometrice - animatie
Polygon meshes and cardboard models




Recunoasterea gesturilor

o Sistemele de recunoastere a gesturilor

m Detectie
Culoarea pielii
Forma
Textura
Modele 3D ale mainii
Miscarea mainii
m Tracking
Metode bazate pe sabloane
Correlation-based feature tracking
Contour based tracking
Metode de estimare
Filtre Kalman

Filtrari de particule
CamShift

m Recunoastere

Metode nesupervizate
K-Means
K-nearest neighbour
Mean shift
Metode supervizate
SVM
HMM
Dynamic time warping (alinierea semnalelor)
Time delay neural networks
Finite state machine




Recunoasterea gesturilor

O Sistem — recunoasterea
= Metode statice

= Metode bazate pe miscare
Etape ale prelucrarii temporale
Pregatirea
Nucleul
Retragerea

N N [N T A A

start ready stroke_start stroke stroke_end relax end
Preparation Stroke




Recunoagterea gesturilor

O Sistem - recunoasterea

m Metode bazate pe aspect (view)

Folosesc atribute extrase din imagini de antrenament pentru a
modela aspectul

Compara acesti parametrii pentru o imagine de test

Avantaje

Performante (temporale) ridicate (real-time)
Dezavantaje

Dependente de view (unghiul de vizualizare)

m Metode bazate pe modele 3D ale mainii

Modele cinetice 3D care estimeaza parametrii unghiulari si liniari
ai modelului mainii

Fara antrenare!!!!l

Avantaje
Acopera toate perspectivele
Dezavantaje

Necesita multe imagini pentru a acoperi toate caracteristicile de
forma si perspectivele unui obiect




Recunoasterea gesturilor

O Sistem — recunoasterea

= Metode bazate pe aspect (view)

Cele mai cunoscute modele
Model bazat pe culoare

= Atribute de culoare multi-scale
= Modele ierarhice

= Filtrari de particule

Model geometric al siluetei

= Perimetrul, convexitatea, suprafata, bounding
box/ellipse, elongation, rectangularity, centroid and
orientation

Model Gabarit deformabil
- Contururi active deformabile. .~/
f
Model bazat pe miscare
- Histograme locale de miscare




Recunoasterea gesturilor

O Sistem — recunoasterea
m Metode bazate pe modele 3D ale mainii

Cele mai cunoscute modele /
Model 3D texturat volumetric f e
= Profilul mainii si textura pielii

Model 3D geometric

Model 3D de profil




Recunoagterea gesturilor

O Sistem — recunoasterea
= Camere RGB

Recunoasterea gesturilor dinamice
HMM si alte modele statistice
RNA si alte metode de ML
Metode bazate pe vectori propri (Eigen)
Curve fitting
Programare dinamica / Dynamic time wrapping
Recunoasterea pozitiei mainii
Metode de invatare supervizate
Metode de invatare ne-supervizate
Potrivire de grafe
Metode bazate pe modele 3D




Recunoasterea gesturilor

o Recunoasterea gesturilor dinamice

m Pramod Kumar Pisharady and Martin Saerbeck , Recent methods and databases in vision-based hand gesture recognition

Vision and Image Understanding, Vol. 141, 2015:152-165

: A review, Computer

Work | Features used Classification | Application
method
[10] direction of hand movement HMM browsing commands in Power Point'™
presentation
[11] hand location, angle & velocity | HMM HCI- recognizing alphanumeric characters
& graphic elements
[14] Fourier descriptors; optical flow | HMM Taiwanese sign language
[12] hand shape & hand motion HMM remote robot control
[17] 3D articulation data accumulative controlling lights and curtains in smart
HMM home
[13] 3D trajectory, hand displace- | HMM & | interact-play, manipulation
ment, color & shape of hand | IOHMM
blob
[25] haar-like features statistical/ not specified
svntactic anal.
[24] directional features DBN controlling media player
[39] 3D motion trajectory curve fitting 3D bicinformatics data visualization nav-
igation
[37] hand shape [ trajectory predictive audio player control
eigen tracker
[32] 2D motion field [ trajectory NN American sign language
[34] Fourier descriptors (shape of | REF, HMM & [ manipulation of objects in windows user
hand blob) RNN interface
[29] hand motion (motion energy) Fs5M HHI
[42] 3D hand motion features CDFD & ()- | Dutch sign langnage
DFFM

Descriptions: HMM-hidden Markov model, ITOHMM-input

S output hidden markov model, HCI

-human computer interaction, DBN-dynamic Bavesian network, NN-neural network, RBF-radial basis function

RMNMN-recurrent neural networks, FSM- fimte state machines, HRI-human robot mmteraction, CDFD-combined

discriminative feature detectors,

Q-DFFM-quadratic classification on discriminative features fisher mapping



Recunoasterea gesturilor

Work | Accuracy Class | Subj. | Samp. | UL Spot | BG Noise | Scale | Light | Exten.| CV | Data
[10] 93.14 10 8 6.2 0 1 0 0 0 0 0 0 0
[11] 93.25 48 20 5 0 1 0 0 1 1 0 0 0
[14] 93.6 20 20 3 0 0 1 0 1 0 0 0 0
[12] 21.71 5 5 14 0 1 1 1 0 1 0 0 0
[17] 95.42 8 1 60 0 1 0 0 0 0 0 0 0
[13] 75 &98 6&T7T 207 |50& 10 (0 0 0 0 0 0 0 0 1
[25] 87.21 1 1 25 0 1 0 0 1 1 0 0 0
[24] 99.59 10 7 1 0 1 0 0 0 0 0 1 0
[39] 97.9 10 1 238 0 0 1 0 0 1 0 0 0
137 100 8 1 2 0 0 0 0 1 0 0 0 0
[32] 96.21 40 1 76 0 1 1 0 1 0 1 0
[34] 91.9 14 1 21.07 0 1 0 0 1 0 0 0 0
[29] not reported | 5 1 1 0 0 0 0 0 0 0 0 0
[42] 92.3 120 75 15 1 1 0 1 0 0 0 1 0

Descriptions: Accuracy-Recognition accuracy of the algorithm in %, Class-Number of classes considered, Subj.-Number of subjects in the test set,

Samp.-Number of test samples per class per subject, UL-User Independence, is the algorithm tested using different subjects than used for training,

Spot -Whether algorithm can spot gestures, BG-Complex or simple background, 1for complex, Moise-Presence of other human in the background,

Scale-Variation in scale/ size considered or not, Light-Varation in hghting considered or not, Exten.-Online or offline learning, 1 for online,

CV-Cross validation or not, Data-Public or private dataset, 1 for public




Recunoasterea gesturilor

o Recunoasterea pozitiei mainii

Work | Features Classification method | Application
[61] geometric distanoe DLLE [ PNN manipulation of objects in
windows user interface
(52| intrinsic peometry of hand aLLE Chinese sign language
(51| multivalued features (centroid, com- | KIL Festure commands
pactness, area of hand)
[S0] discrete Fourier transform based dis- | nearest neiphbour / maxi- | gesture commands
tance metric mum likelibood
[44)] shape, texture and cobor Ieatures Sy M recopnition against complex
badiprounds
[63] Gabar jets EGM HRI
[69] joint angles 3D model fitting not specified
[45] shape and texture features Fuezy-Rough classifier HRI
[62] shape features EGM not specified
58] Gabor features S M recopmition under varying
illumination
[67] Histopram of Uriented Gradient XY not specitiod

Descriptions: PININ-probabilistic neural network, DLLE~distributed locally linear embedding, SLLE

-supervised locally linear embedding, RIL-recursive induction learning, SV M-support vector machines,

EGM-slastic rranh matchine. HRI-human robot interaction




Recunoasterea gesturilor

Work | Accuracy Class | Subj. | Samp. | UI Spot | BG Noise | Scale | Light | Exten.] CV Data
61] 03.2 14 1 20 0 1 0 ] 1 1 (0 (1] 0
52 00.6 a0 1 i 0 1 0 ] 1] 1 0 0 0
51 044 20 1 454 0 1 0 f 0 ] ( 0 Il
50 08.5 ] 4 444 (1 1] 1 ] 1] 0 1 0 i
Ex 04.36 10 40 5 1 1] 1 1 1 0 (0 1 i
63 B8 12 10 1.48 1 1] 1 ] (1] 0 (0 1 1
69 not reported | 4 1 1 0 0 0 0 0 L I 0 i
45 0875 10 19 18 1 1] 0 1] 1 1 (0 1 1
62 06.35 10 19 2.52 1 1] 0 1] 0 0 0 0 1
58 6. 1 11 10 6 0 1] 1 1] 1 1 (i 0 i
67] 00 85 10 24 2.7 1 ] 1 ] 0 0 (0 1 1

Diescriptions: Accuracy-Recomnition accuracy of the alporithm in %, Class-Number of classes considered , Subj.-Number of subjects in the test set|
Samp.-Nomber of test samples por class per subjoct, UT-User Independencs, iz the algorithm tested using difforont subjocts than used for training,
Spot -Whether algorithm can spot gestures, BG-Complex or simple background, 1for complex, Moise-Presence of other nman in the background,
Seale-Variation in seale) size considered or not Light-Variation in lighting considered or not, Exten.-Onlineg or offliine learning, 1 for onling,

CWV-Cross validation or not, Dats-Public or private dataset, 1 for pablic




Recunoagterea gesturilor

O Sistem — recunoasterea
= Camere RGB-D

Metode pentru recunoasterea gesturilor dinamice
One-shot-learning
= Extended-Motion-History-Image (Extended-MHI)
= Coeficient de corelatie maxim
Cel mai apropiat vecin
Dynamic time wrapping
Metode pentru recunoasterea pozitiei mainii
Random decision forests
Clasificator probabilistic bazat pe distanta de editare




Recunoasterea gesturilor

O Metode pentru recunoasterea gesturilor dinamice si a pozitiei

mainii
Work| S/D| Sensor Features Classification method
186] D CSEM Swiss- | motion primitives probabilistic edit distance classifier
ranger SR-2
[87] S ToF and RGB | Haarlets NeN
camera
[88] S Kinect hand /finger shape template matching using FEMD
[89] D Kinect hand area classifier based on topology
190] D Kinect Extended-Motion-History-Image maximum correlation coefficient
[91] S Kinect depth pixel values randomized classification forests &
voting
[92] D Kinect underlying geometry least squares fitting
193] D Kinect Euclidean and log-Euclidean dis- | NeN
tance
[94] D PrimeSense probabilistic 2D templates from | MPLCS classifier
3-D camera trajectory
[05] D Kinect spatial and motion features conditional density propagation
96] D Kinect position, angle, and direction fea- | probability; pairwise coupling
tures
97 D Kinect conditional distance dynamic time warping

S-static, D-dynamic, ToF-time of flight, NeN-nearest neighbor, FEMD-finger earth mover’s distance,

MPLCS-most probable longest common subsequence




Recunoasterea gesturilor

Work | Accuracy Class | Subj. Samp. Ul spot | BG Moise| Scale | Light | Exten.| CV Data
86) 02.9 4 10 3 0 1 0 0 0 0 0 0 0
87) 09.54 6 1 2017 0 1 1 1 0 0 0 0 0
88] 03.9 10 10 1 0 1 1 0 1 1 0 0 0
[89] not reported | 9 1 1 0 1 0 0 0 0 0 0 0
[90] not reported | 815 multiple multiple 1 1 1 1 1 1 0 0 1
(ChaLearn) (Chalearn}
[91] 843 & 743 | 24&9 |4 &5 100 & 10 |1 0 0 0 0 1 0 1 1
[92] 01.7 0 2 80 1 0 0 0 0 1 0 1 1
03] 09.75 8 20 b 1 0 0 0 1 0 0 1 0
04] 08.7 10 8 b 1 1 0 0 1 0 0 1 0
195] 05.9 4 4 1 1 1 1 0 0 0 0 1 0
196] 07.26 10 ] 1 1 1 1 0 1 0 0 1 0
[97] 82 179 18 multiple 1 0 1 1 1 1 0 1 1
(ChalLearn)

Descriptions: Accuracy-Recognition accuracy of the algorithm in %, Class-Number of classes considered, Subj.-Number of subjects in the test set,
Samp.-Number of test samples per class per subject, Ul-User Independence, is the algorithm tested using different subjects than used for training,
Spot -Whether algorithm can spot gestures, BG-Complex or simple background, 1for complex, Noise-Presence of other human in the background,
Exten.-Online or offline learning, 1 for online, Scale-Variation in scale size considered or not, Light-Variation in lighting considered or not,

CV-Cross validation or not, Data-Public or private dataset, 1 for public




