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Probleme de optimizare combinatorială (POC) 

 Definire 

 O problemă P de optimizare (minimizare sau 
maximizare) care presupune 

 un set de instanţe DP 

 un set finit de soluţii candidat Sp(I) pentru fiecare instanţă 
I є DP 

 o funcţie mp care asignează unei instanţe I şi unei soluţii candidat x є SP(I) 

un număr raţional pozitiv mP(I,x), numit valoarea soluţiei 

 Soluţia optimă pentru o instanţă I є DP este o soluţie 
candidat x* є SP(I) a.î. mP(I,x*) este mai bună decât 
mP(I,x) pentru orice   x є SP(I) 



Probleme de optimizare combinatorială (POC) 

 Exemple 

 

 Problema comisului voiajor (Travelling Salesman 
Problem – TSP) 

 Problema rucsacului 

 Partiţionări în grafe 

 Probleme de atribuiri quadratice 

 Vehicle routing 

 Scheduling 



Probleme de optimizare combinatorială (POC) 

 Metode de rezolvare 

 Exacte 

 Branch and bound 

 Branch and cut 

 Euristice 

 Clasificare 

 Probleme de atribuiri 

 Probleme de aranjare 

 Probleme de partiţionare 

 Probleme de alegere a unor submulţimi 



Problema rucsacului 

 Formularea problemei şi exemple 

 

 Tipologie 

 

 Algoritmi de rezolvare 

 

 Complexităţi 



Problema rucsacului  

Formularea problemei şi exemple 
 Se dau 

 un rucsac de o anumită capacitate G şi 
 n obiecte, fiecare obiect având o anumită greutate şi un anumit cost (valoare) 

 Să se găsească  
 o modalitate cât mia bună de umplere a rucsacului astfel încât valoare obiectelor 

alese să fie cât mai mare 

 
 Dificultate 

 NP-dificilă 

 
 Interes:  

 Problemă de referinţă pentru testarea ideilor 

 
 Denumiri 

 Knapsack problem (KP) 
 Alocarea resurselor 
 Submulţimi de sumă dată 
 Cutting stock problem  



Problema rucsacului – De ce? 

 

 Problemă conceptual simplă 

 

 Problemă dificil de rezolvat 

 

 Problemă intens cercetată 

 

 Problemă care apare în diverse aplicaţii 



Problema rucsacului  

Instanţe de referinţă 
 Consideraţii generale 

 
 Se dau 

 n obiecte, fiecare având o valoare vi şi o greutate gi, i = 1, 2, ..., n 
 greutatea suportată de rucsac G 

 Să se aleagă obiecte astfel încât 
 max∑i=1,2, ..., nvixi  
 a.î. ∑i=1,2, .., ngixi ≤ G, unde  

 xi є {0,1} sau  

 xi є {0,1, ..., ci} sau  

 xi є (0,1] 

 

 
 Instanţe 

 http://www.cs.cmu.edu/afs/cs/project/ai-
repository/ai/areas/genetic/ga/test/sac/0.html 

 http://homepage.ntlworld.com/walter.barker2/Knapsack%20Problem.htm 
 http://people.sc.fsu.edu/~jburkardt/datasets/knapsack_01/knapsack_01.html 

 

http://www.cs.cmu.edu/afs/cs/project/ai-repository/ai/areas/genetic/ga/test/sac/0.html
http://www.cs.cmu.edu/afs/cs/project/ai-repository/ai/areas/genetic/ga/test/sac/0.html
http://www.cs.cmu.edu/afs/cs/project/ai-repository/ai/areas/genetic/ga/test/sac/0.html
http://homepage.ntlworld.com/walter.barker2/Knapsack Problem.htm
http://people.sc.fsu.edu/~jburkardt/datasets/knapsack_01/knapsack_01.html


Problema rucsacului – Tipologie  
 Numărul de copii ale unui obiect care este depus în rucsac 

 Problema 0-1 a rucsacului 
 Fiecare obiect poate apare cel mult o dată în rucsac 

 Problema mărginită a rucsacului 
 Fiecare obiect poate apare de cel mult ci ori în rucsac (i=1, 2, ..., n) 

 Problema ne-mărginită a rucsacului 
 Fiecare obiect poate apare de ori câte ori în rucsac 

 
 Numărul de rucsaci 

 Un singur rucsac 
 Mai mulţi rucsaci  bin packing problem  

 
 Tipul obiectelor 

 Problema discretă a rucsacului 
 Fiecare obiect ales trebuie pus în întregime în rucsac 

 Problema continuă (fracţionată) a rucsacului 
 Fiecare obiect ales poate fi pus parţial în rucsac 



Problema rucsacului – Algoritmi  

 Exacţi 

 Forţa brută  

 Programare dinamică 

 Branch-and-bound 

 

 Euristici 

 Constructive 

 De îmbunătăţire 



Problema rucsacului – Algoritmi  

 Exacţi 

 Forţa brută  

 Programare dinamică 

 Branch-and-bound 

 

 Euristici 

 Constructive 

 De îmbunătăţire 



Forţa brută 

 Alte denumiri 

 Căutare exhaustivă 

 Generează şi testează 

 

 Mod de lucru 

1. Se generează o potenţială soluţie 

2. Se evaluează această potenţială soluţie 

3. Se verifică dacă costul soluţiei curente este mai bun 
decât costul soluţiei precedente 

• Dacă da, se reţine această soluţie 

4. Se revine la pasul 1 



Forţa brută – KP  

 Alegerea submulţimii optime 

 

Algoritm 

1. Se generează o sumbulţime de obiecte 

2. Dacă obiectele alese încap în rucsac atunci 

– Se dermină costul (valoarea) asociat(ă) sumbulţimii 

– Se verifică dacă costul curent este mai bun decât 
costul precedent 

• Dacă da, se reţine această soluţie 

3. Se revine la pasul 1 



Problema rucsacului – Algoritmi  

 Exacţi 

 Forţa brută  

 Programare dinamică 

 Branch-and-bound 

 

 Euristici 

 Constructive 

 De îmbunătăţire 



Programare dinamică 

 Principii 
 Principiul optimalităţii 

 Optimul general implică optimele parţiale 

 Optimul parţial nu implică optimul general 

 

 Mod de lucru 
 Descompunerea problemei în subprobleme 

 Se rezolvă mai întâi subproblemele care pot fi 
soluţionate imediat 

 

 Se combină aceste soluţii parţiale, obţinând astfel 
soluţii la problemele de pe niveluri superioare (din 
arborele de descompunere) 



Programare dinamică  KP  

 Descompunerea  

 Se construieşte o matrice m, unde  

 m[i,g] = valoarea maximă care poate fi obţinută prin 
alegerea unor obiecte din primele i şi cu o greutate totală a 
obiectelor mai mică decât g 

 

 Definiţia recursivă a soluţiei  

 m[0,g] = 0 (nici un obiect nu a fost ales) 

 m[i,0] = 0 (nici o greutate) 

 m[i,g] = m[i-1,g], dacă gi > g 

 m[i,g] = maxim(m[i-1,g], vi+m[i-1,g-gi])), dacă gi ≤ g 



Programare dinamică  KP 
function algorithmKP(G, n) 
 for g = 0 to G  
  m[0,g] :=0 
 for i = 1 to n do 
  for g = 0 to G  
   if ((gi≤g) and (vi+m[i-1,g-gi] > m[i-1, g]) 
    m[i,g] = vi + m[i-1,g-gi] 
    alese[i,g] = 1 
   else 
    m[i,g] = m[i-1,g] 
    alese[i,g] = 0 
 k := G 
 for i = n downto 1 
  if (alese[i,k] == 1) 
   output i 
   k = k – gi 
 return m[n,G] 
End 



Programare dinamică  KP 
 G= 10 i 1 2 3 4 

vi 10 40 30 50 

gi 5 4 6 3 

m[i,g] g=0 g=1 g=2 g=3 g=4 g=5 g=6 g=7 g=8 g=9 g=10 

i=0 0 0 0 0 0 0 0 0 0 0 0 

i=1 0 0 0 0 0 10 10 10 10 10 10 

i=2 0 0 0 0 40 40 40 40 40 50 50 

i=3 0 0 0 0 40 40 40 40 40 50 70 

i=4 0 0 0 50 50 50 50 90 90 90 90 

alese[i,g] g=0 g=1 g=2 g=3 g=4 g=5 g=6 g=7 g=8 g=9 g=10 

i=0 0 0 0 0 0 0 0 0 0 0 0 

i=1 0 0 0 0 0 1 1 1 1 1 1 

i=2 0 0 0 0 1 1 1 1 1 1 1 

i=3 0 0 0 0 0 0 0 0 0 0 1 

i=4 0 0 0 1 1 1 1 1 1 1 1 



Problema rucsacului – Algoritmi  

 Exacţi 

 Forţa brută  

 Programare dinamică 

 Branch-and-bound 

 

 Euristici 

 Constructive 

 De îmbunătăţire 



Branch-and-bound 

 Principii 
 Căutare ramificată  expandarea “inteligentă” a unui nod din 

arborele de căutare 

 Căutare mărginită  căutarea se realizează între anumite 
limite 

 Parcuregerea nodurilor  mod special 
 Nodurile se adaugă într-o coadă de priorităţi 

 Criteriul de ordine pt un nod curent n 
 f(n) = g(n) + h(n), unde 

 g(n) – “distanţa” de la rădăcina arborelui de căutare la nodul 
curent n  cât a avansat căutarea 

 h(n) – o aproximare a distanţei de la nodul curent n până la 
soluţia finală  cât mai trebuie căutat 

 Margine inferioară (lower bound) 

 Margine superioară (upper bound) 



Branch-and-bound  KP 
  GR = 10 

 

 

 

 

 
 V – valoarea obiectelor încărcate deja în rucsac 

 G – greutatea obiectelor încărcate deja în rucsac 

 B – limita (marginea) superioară a profitului care poate fi obţinut (bound) 
 Valoarea obiectelor care ar putea fi încărcate în rucsac 

 Valaorea obiectelor deja încărcate + valoarea obiectelor care ar mai putea fi 
încărcate în rucsac în paşii ulteriori 

 PM* – profitul maxim care se poate obţine cu o anumită încărcătură 
 =maxim(min(Vcrt, Bcrt), PManterior) 

i 1 2 3 4 

vi 10 40 30 50 

gi 5 4 6 3 

i 1(4) 2 3 4(1) 

vi 50 40 30 10 

gi 3 4 6 5 

Ordonare 
crescătoare  

vi/gi 

ob1+ob2+ob3(parţial) 

v1+v2+(GR-g1-g2)*v3/g3 



Branch-and-bound  KP 

 

pm*=pm=50 



Branch-and-bound  KP 

 

pm*=pm=90 

pm*=pm=50 

pm=50 

pm*=90 



Branch-and-bound  KP 

 

pm=40 

pm*=90 



Branch-and-bound  KP 

 

pm=90 

pm*=90 



Branch-and-bound  KP 

 

pm=80 

pm*=90 

pm=50 

pm*=90 



Branch-and-bound  KP 

 

pm=70 

pm*=90 

pm=40 

pm*=90 



Branch-and-bound  KP 

 

pm=30 

pm*=90 



Branch-and-bound  KP 

 Soluţia 

 ob1 şi ob2 

pm=90 

pm*=90 



Problema rucsacului – Algoritmi  

 Exacţi 

 Forţa brută  

 Programare dinamică 

 Branch-and-bound 

 

 Euristici 

 Constructive 

 De îmbunătăţire 



Căutare euristică 

 Metodele de căutare deterministe (exacte)  

metode cu elemente aleatoare pt. evitarea 
blocării în optime locale  euristici 

 

 Avantaj 

 Simplitate 

 Funcţia obiectiv nu mai trebuie să respecte anumite 
proprietăţi (ex. diferenţiabilă) 

 

 Dezavantaj 

 Convergenţa spre soluţie este probabilistică 



Căutare euristică 
 Schema unui algoritm simplu (hill climbing) 

1. Se porneşte cu o aproximare a soluţiei 
2. Se generează o potenţială soluţie vecină cu vechea soluţie 
3. Dacă se obţine o soluţie potenţială mai bună, aceasta se 

reţine şi se reptă pasul 2 
 
Iniţializare x(0) 
K := 0 
Repetă 
 generare vecin x’ al lui x(k) 
 Dacă f(x’) < f(x(k))  
  atunci x(k+1) := x’ 
  altfel  x(k+1) := x(k) 
 k := k + 1 
Până când este satisfăcută o condiţie de oprire 
x* := x(k -1) 



Euristici – KP 

 Euristici constructive 

 Greedy 

 

 Improved heuristics (euristici de 
îmbunătăţire) 

 Simulated annealing 

 Tabu search 

 EAs  

 PSO 



Euristici – KP 

 Euristici constructive 

 Greedy 

 

 Improved heuristics (euristici de 
îmbunătăţire) 

 Simulated annealing 

 Tabu search 

 EAs  



Greedy  KP 

 Alegerea obiectelor într-o anumită ordine 

 

 

 

 G= 9  ob1, ob2, ob4  valoare totală = 100  

 

 Nu generează întotdeauna o soluţie 

 G = 10 

 

 

 

 ob1, ob2  50                            ob4, ob2  90 

i 1 2 3 4 

vi 10 40 30 50 

gi 5 4 6 3 

i 1(4) 2 3 4(1) 

vi 50 40 30 10 

gi 3 4 6 5 

Ordonare 
crescătoare  

vi/gi 

i 1 2 3 4 

vi 10 40 30 50 

gi 2 4 6 3 



Euristici – KP 

 Euristici constructive 
 Greedy 

 

 Euristici de îmbunătăţire (improved 
heuristics) 
 Simulated annealing 

 Tabu search 

 EAs  

 PSO 



Simulated annealing  
 Ideea de bază: 

 Acceptarea noii ponteţiale soluţii se face cu o anumită probabilitate 

 
 Sursa de inspiraţie: 

 Procesul de reorganizare a structurii unui solid supus unui tratament 
termic 
 Când solidul se încălzeşte (prin topire) particulele se distribuie aleator 
 Când solidul se răceşte particulele se reorganizează ajungând în configuraţii 

cu energii tot mai mici 

 
 Alte denumiri: 

 Tratament termic simulat, călire simulată 

 
 Metodă propusă de  

 Kirkpatrick, Gelatt, Vecchi (1983), Cerny (1985) 



Simulated annealing - algoritm 

 Iniţializare x(0) 

 K := 0 
Repetă 

 generare vecin x’ al lui x(k) 

 Dacă f(x’) < f(x(k))  

  atunci x(k+1) := x’ 

  altfel  x(k+1) := x’ cu probabilitatea exp(-(f(x’)-f(x(k))/T) 

 recalculează T 

 k := k + 1 

Până când este satisfăcută o condiţie de oprire 

soluţie x* := x(k -1) 

 

Unde T (temperatura) este un parametru de control al procesului 
de optimizare 



Simulated annealing - algoritm 
 Iniţializare x(0) 
 K := 0 

Repetă 
 generare vecin x’ al lui x(k) 
 Dacă f(x’) < f(x(k))  
  atunci x(k+1) := x’ 
  altfel   
   u := random(0, 1) 
   dacă u < P(x(k+1)=x’)=1/(1+exp(-(f(x’)-f(x(k))/T)) 

   atunci x(k+1) := x’  
    altfel x(k+1) := x(k) 
  recalculează T  
 k := k + 1 
Până când este satisfăcută o condiţie de oprire 
Soluţie x* := x(k -1) 
 



Simulated annealing 

T – mare  probabilitate mare de acceptare a unei 
configuraţii noi (căutare aleatoare) 

T – mică  probabilitate mare de acceptare doar a 
configuraţiilor care îmbunătăţesc funcţia obiectiv 

 

Scheme de răcire: 

T(k) = T(0) / (k + 1) 

T(k) = T(0) / ln(k + c) 

T(k) = a T(k-1), cu a < 1 

 

T(0) – de obicei se alege mare 

 



Simulated annealing – KP  

 Soluţia iniţială  
 Alegerea unui nr oarecare de obiecte 

 

 Vecinătate   
 Alegerea încă a unui obiect 

 

 Funcţia obiectiv 
 Valoarea obiectelor alese 

 

 Schema de răcire a temperaturii 
 T(k) = T(0) / (1 + log(k)) 



Euristici – KP 

 Euristici constructive 
 Greedy 

 

 Improved heuristics (euristici de îmbunătăţire) 
 Simulated annealing 

 Tabu search 

 EAs  

 PSO 



Tabu search 

 O căutare locală ghidată printr-o memorie 
flexibilă 
 Soluţia următoare este cea mai bună vecină a soluţiei 

curente 

 Chiar dacă s-a găsit un optim local se permite căutarea 
unei noi soluţii 
  ciclarea soluţiilor – rezolvată prin folosirea unei liste 

tabu 
 Previne re-explorarea unei soluţii anterioare 

 Previne execuţia unei mutări de 2 ori 

 

 Nu există elemente stochastice (ca la Simulated 
Annealing) 



Tabu search 
 Iniţializare x(0) 
 x*=x(0) 
 K = 0 
 T =Ø 

Repetă 
 dacă există vecini ai lui x(k) care nu sunt tabu 
  atunci x’ = cel mai bun vecin al lui x(k) care nu e tabu 
  x(k+1) := x’ 
  Dacă f(x’) < f(x*)  
   atunci x* := x’ 
  k := k + 1 
  update tabu list T 
 altfel stop 
Până când este satisfăcută o condiţie de oprire 
Soluţie x* 
 

 



Tabu search – KP  

 Soluţia iniţială  
 Reprezentată ca un vector de n biţi 

 0 – obiect neales 

 1 – obiect ales 

 Nici un obiect ales 

 Vecinătate   
 alegerea/renunţarea la un obiect 

 x(k) = 001101  011100= x’ 

 Funcţia obiectiv 
 Valoarea asociată obiectelor alese 

 Lista tabu 
 Soluţiile deja generate !!! Spaţiu mare!!!! 



Euristici – KP 

 Euristici constructive 
 Greedy 

 

 Improved heuristics (euristici de îmbunătăţire) 
 Simulated annealing 

 Tabu search 

 Algoritmi evolutivi 

 PSO 



Algoritmi evolutivi 

 Algoritmi 
 Inspiraţi din natură (biologie) 

 Iterativi 

 Bazaţi pe  
 populaţii de potenţiale soluţii 

 căutare aleatoare ghidată de 
 Operaţii de selecţie naturală 

 Operaţii de încrucişare şi mutaţie 

 Care procesează în paralel mai multe soluţii 

 Metafora evolutivă 

Evoluţie naturală Rezolvarea problemelor 

Individ  Soluţie potenţială (candidat) 

Populaţie  Mulţime de soluţii 

Cromozom  Codarea (reprezentarea) unei soluţii 

Genă  Parte a reprezentării 

Fitness (măsură de adaptare)  Calitate  

Încrucişare şi mutaţie Operatori de căutare 

Mediu  Spaţiul de căutare al problemei 



Algoritmi evolutivi 
Initializare populaţie P(0) 
Evaluare P(0) 
g := 0; //generaţia 
CâtTimp (not condiţie_stop) execută 
 Repetă 
  Selectează 2 părinţi p1 şi p2 din P(g) 
  Încrucişare(p1,p2) =>o1 şi o2 
  Mutaţie(o1) => o1* 
  Mutaţie(o2) => o2* 
  Evaluare(o1*) 
  Evaluare(o2*) 
  Adăugare o1* şi o* în P(g+1) 
 Până când P(g+1) este completă 
 g := g + 1 
Sf CâtTimp 

Populaţie 
(părinţi) 

S
e
le

c
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e
 p

e
n
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u
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Încrucişare  

M
u
ta

ţie
  

Populaţie 
(urmaşi) 

Selecţie de  
 

supravieţuire 



Algoritmi evolutivi  KP 

 Reprezentare 
 Cromozomul = un şir de n biţi 

 1 – obiectul a fost ales 

 0 – obiectul nu a fost ales 

 Fitness 
 Valoarea obiectelor alese  max 

 Greutatea rucsacului – greutatea obiectelor alese  min 

 Iniţializare 
 Generare aleatoare de n biţi 

 Încrucişare 
 Cu punct de tăietură 

 Mutaţie 
 Negarea unui (unor) bit/biţi 

 Tare sau slabă 



Euristici – KP 

 Euristici constructive 
 Greedy 

 

 Improved heuristics (euristici de îmbunătăţire) 
 Simulated annealing 

 Tabu search 

 Algoritmi evolutivi 

 PSO 



PSO 

Food : 100 

Food : 80 

Food : 50 

Where should 

I move to? 

Ideea de bază: comportament cognitiv  un individ ăşi aminteşte 
cunoştinţele acumultate în trecut (are memorie) 



Bird 2 

Food : 100 

Bird 3 

Food : 100 Bird 1 

Food : 150 

Bird 4 

Food : 400 

Where 

should I 

move to? 

Ideea de bază: comportament social  un individ se bazează şi pe 

cunoştinţele celorlalţi membri ai grupului 

PSO 



PSO 

 Algoritm 

1. Crearea populaţiei iniţiale de particule 

 Poziţii aleatoare 

 Viteze nule/aleatoare 

2. Evaluarea particulelor 

3. Pentru fiecare particulă 

 Actualizarea memoriei 

 Stabilirea celei mai bune particule din swarm (gBest) / 
dintre particulele vecine (lBest) 

 Stabilirea celei mai bune poziţii (cu cel mai bun fitness) 
în care a ajuns până atunci – pBest 

 Modificarea vitezei  

 Modificarea poziţiei 

4. Dacă nu se îndeplinesc condiţiile de oprire, revenire la 
pasul 2, altfel STOP 



PSO 

1. Crearea populaţiei iniţiale de particule 
 Fiecare particulă are asociată 

 O poziţie – potenţială soluţie a problemei 

 O viteză 

 O funcţie de calitate (fitness) 

 Fiecare particulă trebuie să poată: 

 interacţiona (schimba informaţii) cu vecinii ei 

 memora o poziţie precedentă 

 utiliza informaţiile pentru a lua decizii 

 Iniţializarea particulelor 

 Poziţii aleatoare 

 Viteze nule/aleatoare 



PSO 

 Evaluarea particulelor 

 Dependentă de problemă 



geogra-

fică 
socială 

globală 

PSO 

3. Pentru fiecare particulă x 
 Actualizarea memoriei 

 Stabilirea celei mai bune particule din swarm (gBest) /  

dintre particulele vecine (lBest) 

 

 Vecinătate a unei particule 

 Întinderea vecinătăţii 

 Globală  

 Locală 

 Tipul vecinătăţii 

 Geografică 

 Socială 

 Circulară   

1 

5 

7 

6 
4 

3 

8 
2 



PSO 

3. Pentru fiecare particulă x 
 Actualizarea memoriei 

 Stabilirea celei mai bune poziţii (cu cel mai bun fitness) în care a ajuns 
până atunci – pBest 

 



PSO x 
gBest/lBest 

pBesti 

v 3. Pentru fiecare particulă xi = (xi1,xi2,...,xiD) 
 Modificarea vitezei v şi a poziţiei x (pe fiecare dimensiune) 

 vid = w *vid + c1 * rand()* (pid − xid) + c2* rand() * (pnd − xid)  

 xid = xid + vid 

 Unde: 

 i=1,N (N – nr total de particule); d = 1,D (D – nr de dimensiuni ale soluţiei) 

 w – factor de inerţie (Shi, Eberhart)  

 w*vid – termen inerţial  forţează particula să se deplaseze în aceeaşi direcţie ca şi până 

acum (tendinţă curajoasă – audacious) 

 balansează căutarea între explorare globală (w mare) şi locală (w mic) 

 poate fi constată sau descrescătoare (pe măsura „îmbătrânirii” grupului) 

 c1  - factor de învăţare cognitiv 

 c1 * rand()* (pid − xid) – termen cognitiv  forţează particula să se deplaseze spre cea mai 

bună poziţie atinsă până atunci (tendinţă de conservare) 

 c2  - factor de învăţare social 

 c2* rand() * (pnd − xid) – termen social  forţează particula să se deplaseze spre cea mai 

bună poziţie a vecinilor (spirit de turmă, de urmăritor) 

 Cei doi factori c1 şi c2 pot fi egali sau diferiţi (c1 > c2 şi c1 + c2 < 4 – Carlise, 2001) 

 Fiecare componentă a vectorului vitezelor este restricţionată la un interval: [−vmax, vmax]  
pentru a asigura păstrarea particulelor în spaţiul de căutare 



PSO pentru problema rucsacului 

 PSO discret (binar) 

 Versiune a PSO pentru spaţiu de căutare 
discret 

 Poziţia unei particule 

 Potenţială soluţie a problemei  string binar 

 Se modifică în funcţie de viteza particulei 

 Viteza unei particule 

 element din spaţiu continuu 

 se modifică conform principiilor de la PSO standard 

 se interpretează ca probabilitatea de modificare a bit-
ului corespunzator din poziţia particulei 
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Cursul următor 

 Tehnici şi algoritmi de căutare a drumului optim 
 Problema comisului voiajor  

 Formularea problemei şi exemple 
 Algoritmi de rezolvare 

 Exacţi 
 Euristici 
 Inspiraţi de natură 
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