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I. Informaţii generale despre curs, seminar, lucrare practică sau laborator

Titlul disciplinei: Inteligenţă Artificială
Codul: MI017
Numărul de credite: 6
Locul de desfăşurare:

Programarea în orar a activităţilor:

II. Informaţii despre titularul de curs, seminar, lucrare practică sau laborator

Curs:

Nume, titlul ştiinţific: D. Dumitrescu, profesor
Informaţii de contact (adresă e-mail, eventual nr. de telefon):ddumitr@cs.ubbcluj.ro
Ore de audienţă:

Seminar Laborator:

Nume, titlul ştiinţific: Cristina Mihăila, asistent

Informaţii de contact (adresă e-mail, eventual nr. de telefon): aneta@cs.ubbcluj.ro

Ore de audienţă:

Nume, titlul ştiinţific: Laura Dioşan, doctorand
Informaţii de contact (adresă e-mail, eventual nr. de telefon): lauras@cs.ubbcluj.ro
Ore de audienţă:

III. Descrierea disciplinei: 
Obiective:
Cursul tratează aspecte teoretice si practice ale inteligentei artificiale si are ca scop formarea unei priviri de ansamblu asupra disciplinei si a principalelor domenii ale acesteia. 
La sfârşitul cursului, studenţii vor înţelege principiile de baza ale inteligentei artificiale si abordările algoritmice asociate, si vor avea cunoştinţe despre aplicaţii ale inteligenţei artificiale.
Conţinut:

Introducere in Inteligenţă artificială

· ce este IA?

· maşina Turing

· istoric

· personalităţi în IA

Soft computing

Sisteme fuzzy

Calcul evolutiv

· Algoritmi genetici, 
· Strategii evolutive, 
· Programare genetica, 
· Algoritmi inspiraţi de natura (colonii de furnici, inteligenta grupurilor), 
· Probleme de optimizare rezolvate cu algoritmi evolutivi.

Machine learning

· învăţare cu întărire, 
· arbori de decizie, 
· data mining, 
· maşini cu suport vectorial 

Reţele neuronale
Aplicaţii concrete ale metodelor inteligente în practică.

Competente dobândite:

Fiecare student trebuie să dovedească un nivel acceptabil de cunoştinţe din domeniul studiat, să fie capabil să prezinte cunoştinţele respective într-o formă coerentă, să stabilească conexiuni între metode şi probleme.   


Familiarizarea cu domeniul Inteligenţei artificiale


Identificarea problemelor care pot fi rezolvate cu ajutorul metodelor inteligente

Însuşirea cunoştinţelor privind domeniul “Calcul evolutiv” – tipuri de algoritmi, reprezentări, operatori genetici, probleme

Desprinderea de cunoştiinţe legate de învăţarea automată (mai ales pentru probleme de clasificare, clusterizare şi predicţie)
Metode de predare: 
Cursuri, expuneri, explicaţii, slide-uri, conversaţii, lucrări practice - individuale si colective, proiecte, exerciţii, studiu individual, referate.
IV. Bibliografia obligatorie:

1. Dumitrescu, D., Genetic Algorithms and Evolution Strategies, Blue Publishing House, Cluj-Napoca, 2000, 240p.

2. Dumitrescu, D., Lazzerini, B., Jain, L.Dumitrescu, A., Evolutionary Computation, CRC Press, Boca Raton, New York, 2000, 416 p,

3. Dumitrescu, D., Costin, H., Neural Networks, Teora Publishing House, Bucharest, 1996, 460p.

4. D. Anderson, G. McNill, Artificial neural networks technology  - articol labor 
5. M. Dorigo, Ant algorithms for discrete optimization,  - articol labor
6. O. Gomez, B. Baran, Relationship between Gas and ACOAs, O. Gomez, B. Baran  - articol labor
7. M. Dorigo, The ant system: optimization by a colony of cooperating agents  - articol labor
8. C. Ferrerira, Gene Expression Programmig - articol labor
9. J. Koza, Genetic Programming - articol labor
10. J. Kennedy, R. Eberhart, Particle Swarm Optimization  - articol labor
11. E. Zitzler, Evolutionary Algorithms for Multiobjective Optimization: Methods and Applications - articol labor

12. J. Knowles, L. Thiele, E. Zitzler, A Tutorial on the Performance Assessment of Stochastic Mutiobjective Optimizers - articol labor
V. Materiale folosite în cadrul procesului educaţional specific disciplinei:

Cursul este însoţit de seminarii şi laboratoare. Se vor folosi materiale bibliografice specifice domeniului (cărţi, articole, resurse de pe internet). De asemenea, se vor folosi calculatoare (cu softurile necesare realizării aplicaţiilor practice), proiector, imprimanta – asigurate de către facultate.
VI. Planificarea /Calendarul întâlnirilor şi a verificărilor/examinărilor intermediare:

Curs 1: Introducere in IA

· Ce înseamnă IA?

· scurt istoric

· concepte şi definiţii
Curs 2: Turing şi alte personalităţi în IA 
· maşina şi testul Turing

· principalele domenii ale IA

· personalităţi din IA

· aplicaţii practice ale IA (industrie, economie, medicina, jocuri)

Curs 3: Calcul evolutiv – generalităţi
· noţiunea de bază: algoritm evolutiv, spaţiu de căutare, funcţie de căutare, populaţie, individ genetic, etc.
· paralelă genotip – fenotip

· principalele direcţii în CE

Curs 4: Algoritmi genetici (principii si reprezentare)

· structura unui algoritm genetic

· tipuri de algoritm genetici

· reprezentarea soluţiilor – binar şi real

· funcţie de calitate

Curs 5: Algoritmi getici (operatori)

· operatori de selecţie

· operatori de recombinare

· operatori de mutaţie

· alţi operatori genetici

Curs 6: Strategii evolutive

· structura algoritmlui
· diferenţe şi asemănări cu algoritmii genetici

Curs 7: Programare genetica

· reprezentarea cromozomilor

· operatori genetici

· metode speciale: LGP, GEP, CGP, MEP, GE. 

Curs 8: Colonii de furnici si PSO

· algoritmul ACO

· algoritmul PSO

· aplicaţii

Curs 9: Algoritmi evolutivi multicriteriali

· principii

· dominanţă Pareto

· tipuri de algoritmi

Curs 10: Reţele neuronale

· concepte de bază
· antrenare şi învăţare

Curs 11: Sisteme expert

· obiective

· componente

· aplicaţii

Curs 12: Sisteme fuzzy

· mulţimi fuzzy

· logici fuzzy

· aplicaţii

Curs 13: Maşini cu suport vectorial
· concepte

· probleme de clasificare: binare şi multiclas, separabile şi nesaparabile 

Curs 14: Direcţii recente de cercetare în domeniul IA
· dezvoltări recente in lume

· dezvoltări recente în UBB

Sem 1: Introducere in IA
· de ce IA?

· diferite probleme rezolvate cu metode inteligente

· strategii, jocuri şi probleme NP-complete
Sem 2: Algoritmi evolutivi

· utilitatea algoritmilor evolutivi

· detalii privind operatorii genetici: selecţie, încrucişare şi mutaţie - codificare binară

· optimizări unicriterale algoritmi genetici – codificare binară

Sem 3: Algoritmi evolutivi
· detalii privind operatorii genetici: selecţie, încrucişare şi mutaţie - codificare reală
· optimizări unicriteriale folosind algoritmi genetici – codificare reală
· strategii evolutive

· programare evolutivă

Sem 4: Algoritmi evolutivi

· optimizări multicriteriale folosind algoritmi evolutivi

· optimizări multimodale folosind algoritmi evolutivi

· rezolvarea problemelor NP-complete folosind algoritmi evolutivi
Sem 5: Programare genetică
· reprezentare

· operatori genetici

· tipuri de probleme

· tipuri de algoritmi

Sem 6: Alte metode de optimizare

· inteligenţa grupurilor

· colonii de furnici

Sem 7: Machine learning

· sisteme expert

· maşini cu suport vectorial

· mulţimi fuzzy

· reţele neuronale


Lab 1: Lab1: Optimizări de funcţii unicirteriale folosind algoritmii genetici
· prezentarea cerinţelor

· prezentarea problemelor

· discuţii pe baza suportului bibliografic

Lab 2: Rezolvarea problemelor NP-complete folosind algoritmi evolutivi

· prezentarea problemelor

· sugestii privind abordarea problemelor NP-complete

· soluţii ne-evolutive

Lab 3: Programare genetică, Colonii de furnici, Inteligenţa grupurilor

· prezentarea metodelor
· aplicarea lor pentru diverse probleme:

· problema rucsacului

· problema comis-voiajorului

· problema regresiei simbolice

· problema clasificării
· alte probleme

Lab 4: predarea algoritmilor genetici pentru optimizări de funcţii
· verificarea corectitudinii algoritmului

· verificarea aplicaţiei (stil, interfaţă, etc.)

· întrebări legate de operatorii genetici folosiţi
examen practic

· tipuri de algoritmi evolutivi

· tipuri de operatori genetici

· asemănări şi deosebiri între concepte

Lab 5: predarea algoritmilor evolutivi pentru rezolvarea problemelor NP-complete

· verificarea corectitudinii algoritmului

· verificarea aplicaţiei (stil, interfaţă, etc.)

· întrebări legate de operatorii genetici folosiţi

Lab 6: predarea algoritmilor evolutivi (GP, ACO, PSO)

· verificarea corectitudinii algoritmului

· verificarea aplicaţiei (stil, interfaţă, etc.)

· discuţii pe baza întrebărilor formulate de studenţi

Lab 7: discuţii iniţiate de studenţi 
examen practic 
· tipuri de algoritmi evolutivi

· tipuri de operatori genetici

· asemănări şi deosebiri între concepte

VII. Modul de evaluare:

Examinarea va consta din:

· nota pe laboratoare  pondere 30%

· nota la examenul practic 30%

· nota la examenul scris 40% (fie un singur examen final, fie 2 parţiale în timpul semestrului) 

VIII. Detalii organizatorice, gestionarea situaţiilor excepţionale:

Sunt valabile regulamentele oficiale ale universităţii în legătură cu prezenţa studenţilor la activităţile didactice şi cu cazurile de copiat si plagiat. Laboratoarele copiate nu sunt acceptate.

La finalul anului se va face o verificare a laboratoarelor. Perechile de lucrări de laborator asemănătoare vor fi anulate.

Promovarea materiei este condiţionata de obţinerea cel puţin a mediei 5 la testele scrise precum si de predarea in întregime a lucrărilor de laborator.

Fiecare săptămâna întârziere la predarea laboratoarelor se penalizează cu un punct pentru etapa respectivă.

Contestaţiile pentru examinările scrise se vor rezolva în timpul orelor de laborator.

IX. Bibliografia opţională:

1. Miller, J. F. and Thomson, P. 2000. Cartesian Genetic Programming. In Proceedings of the European Conference on Genetic Programming (April 15 - 16, 2000). R. Poli, W. Banzhaf, W. B. Langdon, J. F. Miller, P. Nordin, and T. C. Fogarty, Eds. Lecture Notes In Computer Science, vol. 1802. Springer-Verlag, London, 121-132.

2. Miller, J. F., Kalganova, T., Job, D., and Lipnitskaya, N. 2002. The genetic algorithm as a discovery engine: strange circuits and new principles. In Creative Evolutionary Systems, P. J. Bentley and D. W. Corne, Eds. Morgan Kaufmann Publishers, San Francisco, CA, 443-466.

3. Miller, J. F., Job, D., and Vassilev, V. K. 2000. Principles in the Evolutionary Design of Digital Circuits—Part I. Genetic Programming and Evolvable Machines 1, 1-2 (Apr. 2000), 7-35.

4. Ferreira, C., 2001. Gene Expression Programming: A New Adaptive Algorithm for Solving Problems. Complex Systems, Vol. 13, issue 2: 87-129
5. Ferreira, C., 2001. Gene Expression Programming in Problem Solving, invited tutorial of the 6th Online World Conference on Soft Computing in Industrial Applications, September 10-24, 2001.
6. Oltean, M. (et al.), Evolving Digital Circuits for the Knapsack Problem, International Conference on Computational Sciences, E-HARD Workshop, Edited by M. Bubak, G. D. van Albada, P. Sloot, and J. Dongarra, Vol. III, pp. 1257-1264, 6-9 June, Krakow, Poland, Springer-Verlag, Berlin, 2004

7. Oltean, M. (et al.), Encoding Multiple Solutions in a Linear GP Chromosome, International Conference on Computational Sciences, E-HARD Workshop, Edited by M. Bubak, G. D. van Albada, P. Sloot, and J. Dongarra, Vol III, pp. 1281-1288, 6-9 June, Krakow, Poland, Springer-Verlag, Berlin, 2004

8. Oltean M., Improving Multi Expression Programming: an Ascending Trail from Sea-level Even-3-parity Problem to Alpine Even-18-Parity Problem, chapter 10, Evolvable Machines: Theory and Applications, Springer-Verlag, edited by Nadia Nedjah (et al.), pp. 229-255, 2004

9. Oltean M., Grosan C., Evolving Digital Circuits using Multi Expression Programming, NASA/DoD Conference on Evolvable Hardware, 24-26 June, Seattle, Edited by R. Zebulum (et. al), pages 87-90, IEEE Press, NJ, 2004
10. Markus Brameier. On linear genetic programming. Dr. rer. nat.-Dissertation, University of Dortmund, Department of Computer Science, Chair of Systems Analysis, February 2004. (Banzhaf).

11. Zitzler, E., Deb, K., and Thiele, L. (2000). Comparison of multiobjective evolutionary algorithms: Empirical results. Evolutionary Computation Journal, 8(2), 173-195.

12. Corne, D. W., J. D. Knowles, and M. J. Oates, The Pareto Envelope-based Selection Algorithm for Multiobjective Optimisation In M. S. et al. (Ed.), Parallel Problem Solving from Nature - PPSN VI, Berlin, 839-848, Springer, 2000.

13. K. Deb, S. Agrawal, A. Pratab, and T. Meyarivan, A Fast Elitist Non- Dominated Sorting Genetic Algorithm for Multi-Objective Optimization: NSGAII, In M. Schoenauer, K. Deb, G. Rudolph, X. Yao, E. Lutton, J. J. Merelo, and H.-P. Schwefel, editors, Proceedings of the Parallel Problem Solving from Nature VI Conference, 849-858, Paris, France, 2000.

14. J. Knowles and D. Corne, The Pareto Archived Evolution Strategy: A New Baseline Algorithm for Pareto Multiobjective Optimisation, In P. J. Angeline, Z. Michalewicz, M. Schoenauer, X. Yao, and A. Zalzala, editors, Proceedings of the Congress on Evolutionary Computation, Mayower Hotel, Washington D.C., USA, 1:98-105, IEEE Press, 1999.

15. E. Zitzler, M. Laumanns, and L. Thiele, SPEA2: Improving the Strength Pareto Evolutionary Algorithm, Technical Report 103, Gloriastrasse 35, CH-8092 Zurich, Switzerland, 2001.
